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摘要：在证伪和证实之间的长期争论之后，全称假设的证实被不确定大前提的确证所取

代。不幸的是，Hemple 提出乌鸦悖论(又叫确证悖论)——在等价条件和尼科德准则之间存

在矛盾。然后 Carnap 提出用逻辑概率的增量作为确证测度。为了确证大前提并消除乌鸦悖

论，研究者们提出多种确证测度。其中由 Kemenv 和 Oppenheim 提出的 F 测度具有 Elles和

Fitelson 提出的对称性和不对称性、Crupi 等人提出归一性(确证度在-1 和 1 之间变化)、Greco

等人提出单调性. 基于语义信息方法并以医学检验为例，作者推导出一个和 F 类似的确证测

度 b*。b*和 F 同似然比类似，能体现信道或检验手段有多好，但是不能体现概率预测(根据

阳性或阴性预测有病或没病)有多好。并且，用 b*、F 或其他测度还是不能清楚解释如何消

除乌鸦悖论。为此，作者推导出类似于正确率的确证测度 c*。c*有形式简单：(a-c)/max(a,c)，

它明确支持尼科德准则并反对等价条件，因此用它可以消除乌鸦悖论。一个例子表明 F 和

b*有助于同时用核酸试剂和 CT 诊断新冠病毒,而其它流行的确证测度不行. 另一个例子揭

示:所有流行的确证测度都不能用来解释一个黑乌鸦比一支白粉笔更好支持“乌鸦是黑

的”.F、b*和 c*都表明，较少反例比较多正例更重要，它们因此兼容 Popper的证伪思想。  
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1 序言 

一个全称假设或推理规则 e→h, 比如“所有乌鸦是黑的”, 等价于一个假言判断, 比如

“对于每个 x，如果 x 是乌鸦，则 x 是黑的.” 两者都可以作为三段论的大前提。演绎逻辑需

要大前提，但是涉及经验推理的大前提不能从演绎得到，只能从归纳得到支持。逻辑经验主

义者起初肯定全称假设(或与之等价的大前提)可以通过经验证实.Popper 反驳说，全称假设

不能被证实，只能被证伪。经过长时间争论，Popper 和逻辑经验主义代表得出一致结论：不

确定全称假设可以通过证据得到确证[1,2]。 

1945 年，Hempel [3]提出确证悖论——即乌鸦悖论。按照经典逻辑的等价条件(EC)，“如

果 x是乌鸦则 x是黑的”(推理 1)和 “如果 x不是黑的则 x就不是乌鸦”(推理 2)等价(结论 1)。

而根据 Nicod 准则[4]或 Nicod-Fisher 准则(NFC) (2.3 节详解): 黑乌鸦支持推理 1；不黑的乌

鸦否定推理 1；非乌鸦物体比如黑猫和白粉笔和推理 1 不相关(结论 2)。结论 1 和结论 2 之

间或 EC 和 NFC 之间存在悖论。 

为了量化确证，逻辑经验主义代表Carnap提出贝叶斯确证方法和确证测度[1]。Popper

也提出自己的确证测度[2]，但是Carnap的确证测度更加著名。现在，研究者们已经提出很

多确证测度[1, 5-13]。归纳问题现在似乎已转变为确证问题或确证度计算问题. 为了筛选合

理的确证测度，Elles 和 Fitelson[14]提出四个对称不对称标准，Crupi 等人[8]和 Greco等人[15]

提出归一化标准(要求确证度在-1 和 1 之间变化)，Greco 等人[16]提出单调标准。上面那些

测度中，只有 Kemenv 和 Oppenheim 提出的测度 F [12]和 Crupi 等人提出的测度 Z [8]符合上

述标准.测度 Z 和 Shortliffe 和 Buchanan 提出的确定性因子相关[7]。(中文版补充:国内学者

对确证和乌鸦悖论也有研究[37-40], 但是作者没见过有人提出新的确证测度)。 

笔者[17]使用语义信息方法优化(模糊)真值函数时发现，一个二选一预测的真值函数可

以看作清晰句和永真句的不同比例组合，用样本分布优化的永真句的比例就可以看做否证度

b’*——使用最大语义信息准则或最大似然准则，1 减否证度就可以作为确证度 b*。b*和 F

类似，也具有上述多个所希望的数学性质。 

好的确证测度应该不仅具有好的数学性质,还应该具有实用性.我们可以通过医学检验

来检查确证测度的实用性.我们用可信度表示我们对一个大前提的相信程度, 用样本优化的

信任度作为确证度(即可信度).医学检验用阳性和阴性预测感染和未感染(有病或无病),阳

性和阴性都有信任度和确证度. 医学检验中有个重要问题比如:在核酸检验(NAT即Nucleic 

Acid Test)和 CT (Computed Tomography)同时被采用的时候,如果核酸检验呈阴性而 CT 检验



 

 

呈阳性,我们应该相信哪一个? 根据一个检验的敏感性和特异性[18]和感染的先验概率,我

们可以用任一测度算出阴性和阳性的确证度. 使用流行的确证测度,我们能算出合理的有助

于诊断(从核酸阴性和 CT 阳性中选一个更好的)的确证度? 这些确证度能反映有病无病的概

率? 

本文将显示, 只有和似然比兼容或是似然比函数的确证测度, 比如 F 和 b*, 能帮助我

们诊断感染, 并且诊断结果可以被医学界接受. 然而，用b*、F或Z还是不容易清楚地消除

乌鸦悖论。 

笔者最新研究发现，医学检验问题和乌鸦悖论性质不同，LR、F和b*反映的是检验手

段有多好，不能反映概率预测有多好。为了澄清乌鸦悖论，我们需要能反映概率预测有多好

的确证测度。为此，本文推导出确证测度 c*——称之为预测确证测度，并称 b*为信道确证

测度。信道确证和预测确证的区分类似但却不同于贝叶斯确证和似然确证的区分[19]。测度

c*符合 Nicod-Fisher（NF）准则并否定等价条件，从而可以用来消除乌鸦悖论。 

本文主要目的是:  

 区分信道确证测度(和似然比兼容)和预测确证测度(反映概率预测);  

 推导出一个预测确证测度 c*, 用以消除乌鸦悖论);  

 解释确证和证伪可以兼容。 

本文使用方法和流行方法主要不同在于: 

 b*和 c*都是用语义信息方法和最大似然准则推导出来的而不是定义的[17,20]； 

 确证和统计学习相互支持，求确证度不只是为了评价大前提或推理规则，还为了方

便做概率预测。 

本文的主要贡献是： 

 澄清了:我们不能用一个确证测度完成两个不同任务:1)评估通信信道, 比如作为

检验手段的医学检验;2)评估概率预测, 比如评估“乌鸦是黑的”和“检验呈阳性

则很可能有病”.  

 提出和正确率性质类似的并能反映 Nicod-Fisher 准则的确证测度 c*，从而澄清乌鸦

悖论。 

本文组织如下：第 2节是背景，包括回顾已有确证公式及其筛选，介绍了相关语义信息

方法,澄清一些问题. 第 3节用语义信息方法推导出新的确证测度 b*和 c*, 提供了有不同前

后件的大前提的确证公式。第 4节是结果。其中用一个例子说明新的确证度的特点——反例

少比正例多更加重要，用另一个关于新冠肺炎诊断的例子说明 b*和 F比其他确证测度实用,

还用一个例子说明 a和 d的增量对不同确证测度的影响(用于澄清乌鸦悖论).第 5 节讨论了

为何只有测度 c*才能消除乌鸦悖论，也讨论了流行确证方法中的一些概念混淆和误解，以

及新的确证测度如何兼容 Popper 的证伪思想。最后是结论。 

2. 背景 

2.1 统计概率,逻辑概率,Shannon 信道,和语义信道 
首先我们区分一个假设或标签的逻辑概率和统计概率.逻辑概率是它被判定为真的概率, 

而统计概率是它被选择的概率. 



 

 

假定有一万个有不同年龄的人走过来，让门卫来判断来人是否是老年人。如果有 2000

人被判定为“老年人”，那么“老年人”的逻辑概率就是 0.2. 再假设有一万个有不同年龄的人走

过来; 请门卫给每个人贴上四个标签——“小孩”，“年轻人”，“成年人”，“老年人”——中的

一个，贴上“老年人”标签可能有 1000 人，则统计概率是 0.1. 它小于逻辑概率 0.2.  为什么不

是 2000 人？因为有的老年人被贴上了“成年人”标签。一个永真句的逻辑概率是 1，而它的

统计概率通常是 0. 因为我们极少选择永真句。统计概率是归一化的，而逻辑概率通常不是

归一化的[17]。由于这些原因，我们要用”T” 和”P”区分逻辑概率和统计概率。 

现在我们考虑 Shannon 信道[21]和语义信道--在人的年龄和标签(“小孩”, “大人”, 

“年轻人”, “中年人”, “老人”…)之间. 

 令 X 是一随机变量,表示年龄;Y 是一随机变量,表示一个标签. X 取值 x∈{年龄}; 
Y 取值 y∈{”小孩”,”大人”, “年轻人”, “中年人”, “老人”…}. Shannon 称先验概率分布

P(X) (或 P(x))是信源, 称 P(Y)是信宿. 从 X 到 Y 的 Shannon 信道是 P(Y|X). 它是一个转移

概率矩阵:  
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其中  表示等价. 该矩阵由一组条件概率 P(yj|xi) ( j=0,1,…,n; i=0,1,…,m) 或一组转移概率

函数 P(yj|x) (j=0,1,…,n)组成. Shannon 称呼 P(yj|x)是转移概率函数[21], 其中 yj 是常量, x 是
变量.  

相应地也有语义信道,它由一组真值函数构成. 令T(θj|x)是 yj的真值函数,其中 θj 是模型

参数, 用它可以构成 T(θj|x). 比如, yj=“x 是年轻人”. 其真值函数可以是  

T(θj|x) = exp[-(x-20)2/25],           (2) 

其中 20 和 25 就是模型参数. 设 yk=“x is 老年人(elderly)”, 其真值函数可以是一个 Logistic
函数: 

T(θk|x) =1/[1+ exp[-0.2(x-65)],        (3) 

其中 0.2和 65 就是模型参数. 两个真值函数如图 1 所示. 我们也可以把 θj看成 x的论域上的

一个模糊集合, 那么真值函数就是隶属函数[17]. 
 

 
Figure 1. 两个关于年龄的谓词的真值函数 

 
 根据 Tarski 的真理论[22]和 Davidson 的真值条件语义学[23], 一个真值函数代表

一个假设的语义. 因此,我们称下面由真值函数构成的矩阵是语义信道: 
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使用转移概率函数 P(yj|x), 我们可以做概率预测: 

P(x|yj)=P(x)P(yj|x)/P(yj).        (5) 

使用真值函数 T(θj|x), ,我们也可以做概率预测或产生似然函数: 

( | ) ( ) ( | ) / ( ),  j j jP x P x T x T         (6) 

其中 T(θj)是逻辑概率. 我们有  

( ) ( ) ( | ).j i j i
i

T P x T x          (7) 

公式(6)可谓语义贝叶斯公式[17]. 似然函数是主观的,它可以看作是逻辑概率和统计概

率的杂交.  
当信源 P(x)改变时, 上面概率预测公式仍然可用. 容易证明, P(x|θj)=P(x|yj) 当 T(θj|x)∝

P(yj|x)时. 因为 T(θj|x) 最大值是 1, 令 P(x|θj)=P(x|yj), 我们可以得到优化的真值函数 [17]: 

T*(θj|x) = [P(x|yj)/P(x)]/max[P(x|yj)/P(x)]= P(yj|x)/max[P(yj|x)],     (8) 

其中 x 是以变量, max(.) 是括号中的函数的最大值. 

2.2 回顾流行的确证测度及筛选 

我们用h1表示一个假设，h0是它的否定; h是变量，表示h1和h0中的一个；e1表示和h1相

关的假设，e0是相反假设; e同理。我们且用 c表示任一确证测度，用c(e，h)表示证据对大前

提的支持度——即确证度(注意：本文采用文献[8]中写法，e在左边, h 在右边)。 

已有的比较著名的确证测度如下： 

D(e1, h1)=P(h1|e1)-P(h1) (Carnap，1962 [1])， 

M(e1, h1) = P(e1|h1)- P(e1) (Mortimer，1988 [5])， 

R(e1,h1)=log[P(h1|e1)/P(h1)] (Horwich，1982[6])，  

C(e1,h1)= P(h1,e1)- P(e1) P(h1) (Carnap,1962 [1])， 
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（ 当

否则              
 (Shortliffe and Buchanan, 

1975[7]; Crupi et al., 2007[8]), 

S(e1,h1)= P(h1|e1)- P(h1|e0) (Christensen，1999 [9])， 

N(e1,h1)= P(e1|h1)- P(e1|h0) (Nozik，1981 [10])， 

L(e1,h1)=log[ P(e1|h1)/P(e1|h0)] (Good，1984 [11])，and 

F(e1,h1)=[ P(e1|h1)- P(e1|h0)]/[ P(e1|h1)+ P(e1|h0)] (Kemeny and Oppenheim, 1952[12]). 

从文献[8,24]可见更多确证测度。测度F被有些作者称为l*[13]、L [8]或k[24].  

首先，我们要澄清：确证需要什么样的证据支持上面样的假设。我们看下面三种假设： 

 假设 1：h1(x)=“x 是年老的”(x 是年龄). 这是一个谓词；如果 x=70 岁(作为证据)，

就有命题 h1(70)的真值，比如 1；如果 x=50 岁，h1(50)的(模糊)真值较小，比如说

是 0.3. 



 

 

 假设 2：h1=“如果 x≥60 岁，则 x 被称为老年人”。这是一个假言判断，或大前提。

注意：x=70 和 x≥60 只是结论的证据，不是大前提的证据。大前提的证据是含有许

多样例的样本。 

 假设3：e1→h1=“如果 x≥60 岁，则 x 被称为老年人”。和假设 2 相同，但是符号不

同，其中 e1=“x≥60 岁”， h1=“x 是老年人”. 其证据是含四种样例的样本，用统计学

习的方法表达是：{( e1, h1), (e1, h0),…} 

假设 1 只有真值函数和逻辑概率——在 0和 1之间变化，不需要确证；而假设 2或假设

3 需要确证，其确证度在-1 和 1之间变化。 

关于c(e, h), 存在两种理解： 

 理解1: h是要确证的大前提，如假设 1，e是支持大前提的证据(Elles和Fitelson 

[14])； 

 理解 2：要确证的大前提就是 e→h，如假设 2，即“若 e 则 h” (Kemeny 和 

Oppenheim[12])。e 只是支持 h 的证据, 并不是支持大前提的证据。 

但是，尽管存在不同理解，大多数人都赞成用四个样例(e1, h1), (e0, h1), (e1, h0), (e0, h0)的

个数 a, b, c, d 作为大前提的证据；用四种样例的个数 a, b, c, d 计算确证度(参看表 1)。下面

讨论都基于这种共识。 

表1. 支持大前提的e1→h1的四种样例的个数1 

 e0 e1 

h1 b a 

h0 d  c 

表1中a是(e1, h1)的个数，比如e1=“乌鸦”(可看做是标签，也可以看做是“x是乌鸦”的简写，

其他同理)，h1=“黑的”，则a是黑乌鸦的个数；b, c, d同理。由a, b, c, d可以算出上面不同确

证测度中不同概率。 

为了明确任务，本文按理解 2，把 e→h =“若 e 则 h”看作是要确证的大前提，把 e→h 的

确证度写成 c(e→h). 研究确证方法就是构造或选择确证测度 c(e→h)=f(a, b, c, d). 确证就是计

算 f(a, b, c, d)。 

为筛选出更合理的确证测度，Elles和Fitelson[14]提出用几种对称性： 

HS(假设对称性): c(e1→h1)=-c(e1→h0) (大前提后件相反), 

ES(证据对称性)：c(e1→h1)=-c(e0→h1) (前件相反), 

MS(互换对称性)：c(e1→h1)=c(h1→e1) (前后件互换), 

TS(整体对称性): c(e1→h1)=c(e0→h0) (前后件都相反). 

他们的分析表明，只有 HS 是需要的(desirable)，其他三种对称性是不需要的。这一

结论得到大多数研究者的支持。因为 TS 可以通过 HS 和 ES 产生，只要检查前面三种对称性

就行。按照他们的对称性标准，只有测度 L, F, Z 测度符合对称性要求。测度 N 是否符合，

不能确定。关于确证测度对称性的更多讨论见文献[14,25,26].  

Greco 等人[15](包括粗糙集理论创始人 Pawlak)在他们的文章中还提出单调性标准。如

果 f(a, b, c, d)不随 a 或 d 增加而减小，也不随 b 或 c 增加而增加，则我们称 f(a, b, c, d)具有单

 
1
 表1的设计考虑到配合图2. 



 

 

调性。L、F 和 Z 具有单调性而 D、M、N 不具有。所以，使用对称不对称标准和单调性标准，

只有 L、F 和 Z 符合要求。如果再按照确证度的归一化 (在-1 和 1 之间)要求[8,12]，最后只

有测度 F 和 Z 符合所有要求。Crupi 等人[8]还提出其他一些性质，比如 L 性质(兼容经典逻

辑的性质 Logicality，即无反例时 c(e→h)=1；无正例时 c(e→h)=-1)。按照 L 性质要求，也可

以排除大多数测度并保留 F 和 Z。 

考虑医学检验, 比如新冠肺炎(COVID-19)检验。设 e1=“阳性”(即“x 是阳性”, x 是一个检

验样品)， e0=“阴性”，h1=“被感染”(即“x 被感染”)，h0=“没被感染”。则阳性似然比是 LR+= 

P(e1|h1)/P(e1|h0), 它反映阳性判断有多可靠. L 和 F 同 LR 之间存在一一对应关系： 

L(e1→h1)=log LR+;             (9) 

F(e1, h1)=(LR+-1)/(LR++1).       (10) 

所以 L 和 F 可以用作医学检验中推理“阳性→有病”和“阴性→无病”的确证度。和 LR 或

L 相比，F 能更加直观地反映该检验 (F)和最好检验(1)最坏检验(-1)的差距。但是 LR 用作有

病无病概率预测比 F 方便[27]。Z 和似然比 LR+没有一一对应关系。 

2.3 区分大前提的证据和结论的证据 
三段论中结论的证据是小前提, 而确证大前提用到的证据是样本或样本分布P(e, h)。在

有些人的研究中，e有时被看做是三段论的小前提，有时又被看作是样例序列或样本; h有时

被看做大前提的结论，有时又被看做大前提。大家之所以不用c(e→h)而用c(e，h)或c(h, e), 

原因就是为了回避两种理解之间的矛盾。如果区分两种证据，使用c(e→h)毫无问题；我们

只需强调大前提e→h的证据不是e而是样本或样本分布P(e, h)。 

用h表示大前提同时用e表示大前提的证据(Elles 和 Fitelson[14,28])。这让人很难理解¬e。

因为可能的样例有四种，而不是两种。比如，设h=p→q, e是(p, q)、(p, ¬q)、(¬p, q)和(¬p, q)

中的一个. 如果认为(p, ¬q)作为¬e反对h, 其他三个样例，包括(¬p, q)和(¬p, ¬q)都作为e支

持p→q，这就有问题了. 因为按同样的道理，(¬p, q)和(¬p, ¬q)也支持p→¬q. 而按HS或SS(后

件对称性)，这是不应该的。另外，e的更一般情况是包含许多样例的样本，一个样本的否定

和概率是什么？这是令人费解的。 

可幸的是，虽然很多作者把e理解为大前提的证据，但是所用具体计算公式中还是把e

和h看做大前提中的前后件。因为只有这样，才好谈e和h的概率。既然如此，为了明确任务

，笔者建议，干脆用c(e→h)取代c(e, h). 5.3 节将说明，这样做还可以避免误解对称性。 

2.4 增量确证还是绝对确证? 
因为使用一个或数个样例也能得到确证度，所以很多作者把流行的确证度公式算出的确

证度解释为确证度增量，称这样的确证是增量确证[14,15]。但是也有反对观点，称我们需要

的是绝对确证[29]。本文支持绝对确证. 

增量确证的问题是，一两个样例也能算出很大的确证度(增量),而且和过去的知识(即已

知的 a,b,c,d)无关。这是不合理的。 

 比如，设 h1=“x 是老年人”的逻辑概率是 0.2，给定证据 x=65 或 x>60, 则 h1的条件逻辑

概率是 0.9. 用测度 D 得到 D=0.9-0.2=0.7, 这就是证据对结论的冲击。0.7 太大了。 

 在上面计算 F, b*和 c*的函数 f(a, b, c, d)中，a、b、c、d 应分别是过去已知的和当前新

增的四个样例之和，确证度反映绝对确证。确证度的增量应是： 

△f= f(a+△a, b+△b, c+△c, d+△d)-f(a, b, c, d).       (11) 

由新样例带来的确证度的增量和旧样例个数火显眼知识紧密相关. 5.2 节将进一步讨

论. 

2.5 医学检验的Shannon信道和可信度 
考虑医学检验，h和e之间关系如图1所示。x∈U表示化验数据。 



 

 

 

图2. 医学检验中阳性/阴性和有病/无病之间关系 

 

x’是判断阳性还是阴性的分界点。老年人分类、西瓜分类、垃圾邮件分类…类似。在

老年人分类时，h表示真标签，即样本中的标签；x是年龄；e是分类标签——根据划分点x’(

比如60岁)得到的标签。优化分类可以使用最大正确率准则，也可以使用最大似然比准则—

—笔者证明过最大互信息准则与之等价[32]；我们可以使用信道匹配迭代算法实现最大互

信息分类[17,32]。 

h 和 x 的关系可用 x 的两个后验概率分布 P(x|h0)和 P(x|h1)表示，e 和 x 的关系可以用两

个清晰集合 E0、E1表示。参看图 2. 

 
图3. 计算似然比的四个条件概率(等于四个区域面积) 

 

医学检验中把 P(e1|h1)就做敏感性，把 P(h0|e0)叫做特异性[18]，则它们确定了一个香农

信道[25] P(h|e)如表 2 所示。 

表2 医学检验的敏感性和特异性构成Shannon信道P(e|h) 

 阴性 e0 阳性 e1 

有病h1 P(e0|h1)=1-敏感性 P(e1|h1)=敏感性 

无病 h0 P(e0|h0)=特异性 P(e1|h0)=1-特异性 

 

下面我们定义医学检验的语义信道[17]。令 e1(h)是 h 使 e1为真(比如感染和没感染使阳

性为真)的谓词，其真值函数是 T(θe1|h)，其中 θe1是模型参数或{h0, h1}上的模糊集合。我们

把 e1(h)看做是可信部分和不可信部分相加(参看图 4)，可信部分的真值函数是 T(E1|h)∈



 

 

{0,1}，不可信部分可看作是永真句，其真值是常数 1。则谓词 e1(h)和 e0(h)的真值函数可以

写成： 

T(θe1|h)= b1’ +b1’T(E1|h);    T(θe0|h)= b0’ +b0’T(E0|h).    (12) 

b1’是不可信部分比例，也是以反例h0为条件时 e1 的真值T(θe1|h0). 

 
图4 真值函数T(θe1|h)写成可信部分(b1)和不可信部分(b1’=1-|b1|)相加 

四个真值构成一个语义信道, 如表 3 所示。 

表3. 两个不信度b1’和b0’确定医学检验的语义信道 

 阴性 e0 阳性 e1 

有病h1 T(θe0|h1)=b0’ T(θe1|h1)=1 

无病 h0 T(θe0|h0)=1 T(θe1|h0)=b1’ 

e1 的逻辑概率是  

1 1 1 1 0( ) ( ) ( | ) ( ) ' ( ),e i e i
i

T P h T h P h b P h     (13) 

似然函数是  

1 1 1( | ) ( ) ( | ) / ( ). e e eP h P h T h T    
(14) 

P(h|θj) 也是根据 T(θe1|h)或阳性 e1 的语义对有病无病的预测.  
要度量主观或语义信息,我们需要主观概率或逻辑概率[17]. 要度量确证,我们需要统计

概率. 

2.6 语义信息公式和 Nicod-Fisher准则 

根据语义信息 G 理论[17], yj 传递的关于 xi的语义信息(量)被定义为标准对数似然度:  

( | ) ( | )
( ; ) log =log
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P x T x
I x
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 ，                     (15) 

其中 T(θj|xi)是命题 yj(xi)的真值, T(θj)是 yj的逻辑概率. 如果 T(θj|x)总是 1, 该公式就变成

Carnap 和 Bar-Hillel 的语义信息公式 [30]. 
在语义通信中, 我们经常看到这样的预测: “温度大约 10 ˚C”, “时间大概是 7 点钟”, 或 

“股市下个月将上升约 10% ”. 每一个都可以表达为 yj = “x 大约是 xj.” 我们可以用下面真值

函数表示: 

T(θj|x) = exp[–(x – xj)2/(2σ2)].                     (16)  

把公式(16)带入(15), 我们有 



 

 

2 2( ; ) log[1/ ( )] ( ) / (2 ),i j j i jI x T x x                 (17)  

用它我们可以解释:语义信息等于 Carnap–Bar-Hillel 语义信息减相对偏差平方. 其图解见图

5. 

 

图 5. yj 提供的关于 xi的语义信息 

图 5 表明:逻辑概率越小,信息量越大; 偏差越大, 信息量越小;错误假设提供的信息

是负的. 这些结论符合 Popper 思想(见 [2], p. 294).  
平均 I(xi; θj)可以得到广义 Kullback–Leibler 信息或相对熵: 

( | ) ( | )
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其中 P(x|yj)是样本分布, P(x|θj)是似然函数. If P(x|θj) 等于 P(x|yj), 则 I(X; θj) 达到其最大

值——相对熵或 Kullback–Leibler 离散度. 
 考虑医学检验，e1提供关于h的语义信息量是 

1 1
1

1
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( ) ( )
i e e

e
i e

P h T h
I h

P h T

 


       (19) 

e1提供关于h的平均语义信息量是： 
1 1

1 1
1 1 1
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 (20) 
其中 H 表示取值为 h 的随机变量；P(hi|e1)是来自样本的条件概率。 

下面看似然度和平均信息 I(H; θe1)之间的关系。设 D 是样本 {(h(t), e(t))|t = 1 to N; 
h(t)∈{h0, h1}; e(t)∈{e0, e1}}, 它包括两个子样本：带有 e0的 H0 和和带有 e1 的 H1. 当 N 个数据

点来自独立同分布随机变量时,我们有似然度:  
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其中 N1i 是 D 中(hi, e1)的个数，N1 是 H1 中样例的个数。比较上面两个公式可见 
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  .     (22) 

因为上式第二项和模型无关，所以最大似然准则等价于最大平均语义信息准则。容易看

出，正例(e1, h1)增加平均对数似然度 L(θe1)/N1, 反例(e0, h1)减少它，(e0, h0)和(e0, h1)对它没影

响。 
 关于确证的 Nicod 准则(NC)是：正例(e1, h1)支持推理 e1→h1, 反例(e1, h0)否定该推

理。已有文献没有表明 Nicod 是否肯定 (e0, h1)和(e0, h1)对 e1→h1没有影响。如果 Nicod 没有

肯定，我们可以加上它。我们可以称相应的准则是 Nicod-Fisher 准则 (因为 Fisher 提出最大

似然估计)，简称 NFC。 

2.7 选择假设和确证大前提——统计学习的两个任务 
研究者们已经注意到确证测度和信息测度的相似性。一种解释是[31]信息是确证冲击的

平均。然而，本文解释不同。 

统计学习中有三个任务：标签学习、分类和计算可靠性(提供似然比或正确率)。归纳推

理中有类似任务： 

 归纳——就是标签学习；对于不确定假设，标签学习就是求似然函数 P(x|θj)或真

值函数 T(θj|x) (其中 θj是使 hj为真的 x 构成的模糊集合. 常见的 Logistic 函数就可

以看做二分类时的真值函数)。 

 选择假设——就是根据正确率、似然度，或信息准则建立分类器e=f(x)为x分类. 

 确证——计算确证度就是计算可靠性，经典方法是提供似然比和正确率(包括错误

率)。 

分类和计算可靠性是两个不同任务；同样，选择假设和提供确证度是两个不同任务。

分类需要准则，常见的有最大后验概率准则(它等价于最大正确率准则)，分类器是： 
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分类后可以用信息测度 I(hj; θej)或 I(hj; ej)评价预测. 如果预测模型 θej是用样本优化的，

则 
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其中预测模型 θej 是用样本分布 P(h|ej)优化的，使得 P(h|θej)=P(h|ej)且 I(hj; θej)=I(hj; ej).  

我们可以优化分类器[17]用下面公式:  

0 0 1 1* ( ) arg max[ ( | ) ( ; )+ ( | ) ( ; )].
j

j ej ej
e

e f x P h x I h P h x I h    (2) 

新的分类器将提供新的 Shannon 信道 P(e|h). 重复公式(23)和(25)就可以实现最大互信

息分类即最大似然比分类[32,17].  

有了上述分类器，我们就可以根据输入x输出e——ej是对hj的预测。为了告诉信息接受

者预测有多准确，我们还要提供似然比LR表示信道(因为有对错，应该是语义信道)有多好，

或者提供正确率表示预测有多好。确证是类似的，就是要提供和 LR 相似的确证度, 比如 F

和 b*，或提供和正确率相似的确证度 c*。但是要保证确证度在-1 和 1 之间变化。 

预测的信息评价和大前提的确证的主要区别是，信息评价用信息测度分别评价每一次预

测(用 e 预测 h)，而确证是用一个确证测度和一个样本(包括许多样例(e, h)作为事实)评价

一个大前提。 



 

 

 统计学习中，信息接受者根据收到的 ej、LRj和 P(h)做概率预测；或根据 ej和正确率做

概率预测。类似地，接受者可以根据收到的 ej、bj*(或 Fj)和 P(h)做概率预测，或根据 ej和 cj*

做概率预测。 

从上面分析可见。流行的测度中，测度D、M、R和C用概率的增量或增量的对数，看

起来都更像是信息测度或语义信息测度(因为度量语义信息用逻辑概率或主观概率[17])，或

评价和选择预测的测度，而不是确证大前提的测度。Z 是这些测度的归一化[7]，似乎介于两

者之间。 

而确证和评价预测不同，要用到正反例比例，和计算似然比或正确率类似。 

3. 两个新的确证测度 

3.1 推导信道确证度 b* 
我们使用最大语义信息准则——它和最大似然准则一致——推导信道确证测度。根据公

式(13) 和 (18), e1 传递关于 h 的平均语义信息是 
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令 dI(h;θe1)/db1’ = 0, 可以得到优化的不信度 b1’: 

0 1 1 1
1

0 1
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b
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其中 P(h1|e1)/ P(h1) ≥ P(h0|e1)/ P(h0). b’*可谓否证测度. 分子和分母同乘以 P(e1), 上面公式就

变为: 

b1’* = P(e1|h0)/ P(e1|h1) = (1 – 特异性)/敏感性 = 1/LR+. (5) 

根据语义信息 G理论[17], 当真值函数正比于转移概率函数时, 即 T*(θe1|h)∝P(e1|h1)，

平均语义信息最大.令真值函数 T*(θe1|h)正比于转移概率函数 P(e1|h1) , 我们也可以得到 

1
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'* 1
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b
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和公式 (28). 我们称 

b1*=1-b1’*=[ P(e1|h1)-P(e1|h0)]/P(e1|h1)        (30) 

是大前提 e1→h1的确证度。上面假设 P(h1|e1)≥ P(h0|e1), 否则，b1’*=P(e1|h1)/P(e1|h0), 确证度

是负的： 

b1*=b1’*-1=[P(e1|h0)-P(e1|h1)]/P(e1|h0).        (31) 

结合上面两个公式得到 
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因为 
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b1*具有 HS 即后件对称性. 

同理可得 
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其中 LR-=P(h0|e0)/P(h1|e0)是阴性似然比。应用后件对称性，可以得到另外两种信道确证测度：

b*(e1→h0)= - b*(e1→h1)和 b*(e0→h1)= - b*(e0→h0).  

用 b*或 F, 我们可以回答问题: 当核算检验是阴性,CT 检查是阳性, 我们应当信哪个? 
4.2 节将提供和改进的武汉 COVID-19 诊断方法相一致的结论.  

和 F相比，b*用于概率预测更加方便。比如从b1*和P(h), 可以得到 

P(h1|θe1)= P(h1)/[ P(h1)+b1’*P(h0)]= P(h1)/[1-b1*P(h0)].    (35) 

如果 b1*=0, 则 P(h1|θe1)=P(h1). 如果 P(h1|θe1)<0, 则我们可以利用假设对称性(HS)得到 

b10*=b1*(e1→h0)=|b1*(e1→h1)|. 然后获得 

P(h0|θe1)= P(h0)/[ P(h0)+b10’*P(h1)]= P(h0)/[1-b10*P(h1)].    (36) 

从F1=F(e1→h1)可以算出b1*=2F1/(1+F1), 

所以F测度也可以用作概率预测，但是计算要复杂些。 

 然而，用b*或F解释乌鸦悖论还是有问题。比如，d增加1和a增加1引起b*(e1→h1)的增

量可能很接近，这意味着一支白粉笔和一只黑乌鸦一样支持“乌鸦是黑的”。所以 b*和 F 不

符合 Nicod-Fisher 准则。b*和 Z 也不符合。 

为什么用最大似然准则得到 b*测度不能直接反映 NF 准则？原因 L(θe1)和 P(h)相关, 而

b*和 P(h)无关。 

3.2 推导预测确证度c* 
统计理论中用似然比反映检验手段(作为信道)的好坏，还用正确率反映概率预测好坏。

F、b*和似然比类似，也不能直接反映概率预测好坏。 

比如，设用于COVID-19 的核酸检验 [33]的敏感性是 P(e1|h1)=0.5，特异性是 P(e1|h0)=0.95. 

可以算出 b1’*=0.1 和 b1*=0.9. 当基础概率(即先验概率) P(h1)变化时，根据阳性预测的概率 

P(h1|θe1)(又叫阳性预测值)也会变化。根据公式(35)得到的结果见表 4。用经典统计方法可以

得到同样结果(见公式(5))，只是计算少许复杂。 

表4 确证度b1*=0.9时预测的有病概率P(h1|θe1)随先验概率P(h1)变化 

 安全人群 普通人群 高危人群 

 P(h1) 0.001 0.1 0.25 

 P(h1|θe1) 0.002 0.19 0.77 

 

可见b*或F不能直接反映概率预测质量。为此，我们需要利用 P(h) 定义和正确率相似的确证

度。 

我们把 P(h|θe1)看作是有用部分和无用部分的组合，称有用部分的比例 c1是规则 e1→h1

的预测信任度,参看图6.  

 



 

 

图6. 似然函数 P(h|θe1)可以写成可信部分c1和不可信部分c1’相加. 

 

当预测和事实符合即 P(h|θe1)= P(h|e1)时，c1就变成预测确证度 c1*. 于是可以推导出预

测否证度 

c’*(e1→h1)=min( P(h0|e1)/ P(h1|e1),  P(h1|e1)/ P(h0|e1)).   (37) 

进一步可以得到 
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   (38) 

其中 CR1=P(h1|θe1)=P(h1|e1)，它是大前提 e1→h1的正确率, 表示 x 在 E1中时，h=h1的概

率是 CR1。上式分子分母同乘以 P(e1), 于是得到 
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       (39) 

图7中两条曲线覆盖的四个区域面积就分别和a、b、c、d成正比。 

 
图7. 预测确证度c*(e0→h0))(看左边)和c*(e1→h1)(看右边)的正例和反例个数 

 

同理，我们可以得到 

0 0 1 0
0 0 0

0 0 1 0

0 0 1 0

0 0 1 0

( | ) ( | )
* *( )

max( ( | ), ( | ))

( , ) ( , )
= = .

max( ( , ), ( , )) max( , )

P h e P h e
c c e h

P h e P h e

P h e P h e d b

P h e P h e d b


  

 
    (40) 

应用后件对称性，我们可以得到另外两个预测确证度：c*(e1→h0)=-c*(e1→h1)和c*(e0→

h1)=-c*(e0→h0).  

从图 7可见，计算预测确证度 c*所用的两条函数曲线覆盖的两个区域面积不同, 分别是 

P(h1)和 P(h0). 如果 P(h1)= P(h0)=0.5, 预测确证度 c*就等于信道确证度 b*. 

 c*也可以用来评估概率预测的质量. 比如, 在 P(h1|θe1) = 0.77 (见表 4), 我们有 c1* = 

(0.77−0.23)/0.77 = 0.701. 我们也能从 c* 得到概率预测. 设 e=e1 且 c1*大于 0。则由式(39)可

得规则 e1→h1 的正确率: 



 

 

1 1 1 1 1( | ) 1/ (1+ '*) 1/ (2 *).eP h CR c c          (41) 

比如, 如果 c1* = 0.701, 则 CR1 = 1/(2−0.701) = 0.77. 如果 c*(e1→h1) = 0, then CR1 = 0.5. 如

果 c*(e1→h1) < 0, 我们可以利用假设对称性(HS)或后件对称性得到 c10* = c*(e1→h0) = |c*1|, 

然后做概率预测: 
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我们也可以定义和 F 类似的预测确证度——记为 cF*(用+代替∨): 
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和b*相比，cF*在 P(h)固定时做概率预测也很方便。我们有 
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但是在 P(h)变化时，还是要用信道确证度b*和P(h)做概率预测. 

容易证明c*(e1→h1)和cF*(e1→h1)具有上面所有对称不对称性、单调性、逻辑性和归一

性。 

3.3 反信道确证度 b*(h→e)和反预测确证度 c*(h→e) 
Greco 等人[19]把确证测度分为： 

贝叶斯确证测度——条件概率是 P(h|e)，大前提是 e→h; 

和似然确证测度——条件概率是 P(e|h),大前提是 e→h; 

反贝叶斯确证测度——条件概率是 P(h|e), 大前提是 h→e； 

反似然确证测度——条件概率是 P(e|h), 大前提是 h→e. 

本文的确证测度划分是： 

信道确证测度 b*(e→h)； 

预测确证测度 c*(e→h)； 

反信道确证测度 b*(h→e)； 

反预测确证测度 c*(h→e). 

我们先考虑 c*(h1→e1). 如果我们已知有病的特征分布 P(x|h1) (图 3 中上部分函数曲线)

并且需要向看不到函数曲线 P(x|h1)的人解释它，我们可以用自然语言 “如果 x 有病，则 x 很

可能检验呈阳性”传递信息。要解释“老年人”的含义，我们可能说“如果一个被称为老年人，

他很可能大于 60 岁”。这种语句可以抽象为 h1→e1. 相应的确证度应该是反预测确证测度

c*(h1→e1)。这时候我们需要在图 7中横向找正反比例。于是得到： 
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反预测确证测度 c*(h1→e1)反映的正确率就是敏感性 P(h1|e1); c*(h1→e1)反映的正确率就

是特异性 P(h0|e0)。 

现在考虑反信道确证测度 b*(h1→e1). 现在 P(e)被认为是信源，P(h)被认为是信宿。我们

需要把 b*(e1→h1)中 h 和 e 互换，或 a 和 d 互换及 b 和 c 互换。于是得到： 
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其中用模糊逻辑取大运算∨代替了 max()函数。 

反信道确证测度和反预测确证测度也有 4 种(参看表 7)。考虑后件对称性，一共有 8 种。 

3.4 前后件不同的八种确证公式 

表5显示了确证测度b*需要的正例和反例的比例。 

表5. 计算 b*(e→h)和 c*(e→h)用到的四个正反例比例 

 e0 (阴性) e1 (阳性) 
h1 (感染) P(e0|h1) = b/(a+b) P(e1|h1) = a/(a+b) 

h0 (没感染) P(e0|h0) = d/(c+d) P(e1|h0) = c/(c+d) 
h1 (感染) P(h1|e0) = b/(b+d) P(h1|e1) = a/(a+c) 

h0 (没感染) P(h0|e0) = d/(b+d) P(h0|e1) = c/(a+c) 
 

表 6提供了规则 e→h 的 4 种确证公式。 

表6 信道确证测度b*(e→h)和预测确证测度c*(e→h) 

 信道确证度b*(e→h)(参看图3) 预测确证度c*(e→h)(参看图7) 
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这些公式和预测规则 e→h 的误报率相关.比如, b*(e1→h1)或 c*(e1→h1)更小意味着更多

未感染者检验为阳性. 

表 7提供了规则 h→e 的 4 种确证公式. 这些公式和推理 h→e 的漏报率相关。 

 

表7 反信道确证测度b*(h→e)和反预测确证测度c*(h→e) 

 反信道确证度b*(h→e)  反预测确证度c*(h→e)(参看图7) 

h1→e1 1 1 1 0
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这些确证侧度和规则 h→e 的漏报率相关. 比如, 更小的 b*(h1→e1) 或 c*(h1→e1)意味

着更多感染者检验显示为阴性.漏报是更加严重的问题.  

上面8种确证测度，每个测度都有其后件对称形式，所以一共有16个包含a、b、c、d的

确证公式。 



 

 

在预测和反预测确证测度中，其中条件概率的条件都是推理的前件，从而使得确证测度

只和正反例个数相关。因此，这些测度符合 Nicod-Fisher 准则。 

对于测度 b*和 c*, 我们把取大运算∨换成加运算+，相应的 b*测度就变为 bF*=F；c*测

度变为 cF*. 比如： 

cF*(e1→h1)=(a-c)/(a+c).         (47) 

3.5 确证测度b*和F的关系 

b*和F非常类似，唯有分母不同，b*和F一样符合所有对称性要求以及上述其他要求。

两者随似然比的变化如图8所示。 

 

图8. b*和F随似然比LR的变化。 

测度F 有四种形式(参看 Greco等人的文章[8])： 
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F 和 bF*等价，和 b*类似。测度 b*和 F 一样,具有上述各种所希望的性质. 差别是: b*
的绝对值更大;  b*用于概率预测更加方便(见公式(35)). 

3.6 预测确证度 c*和各种医学检验指标的关系 

信道确证度和似然比相关，而预测确证度和各种正确率错误率相关。为帮助我们理解各

种预测确证度的意义，表 8 包含预测确证度(包括反预测确证度)和医学检验各种指标(正确

率和错误率)的关系。 

   

表 8. 预测确证测度在医学检验中和不同正确率[27]和错误率相关 

预测确证度  正相关的正确率 负相关的错误率 

c*(e1→h1) P(h1|e1): 阳性预测值  P(h0|e1): 错误发现率  

c*(e0→h0) P(h0|e0): 阴性预测值 P(h1|e0): 错误遗漏率 

c*(h1→e1) P(e1|h1): 敏感性或真阳性率 P(e0|h1): 假阴性率 



 

 

c*(h0→e0) P(e0|h0): 特异性或真阴性率 P(e1|h0): 假阳性率 

和预测确证测度相关的错误率都是推理 e→h 的误报率，而反预测确证度相关的错误率都是

推理 h→e 的漏报率。比如,错误发现率 P(h0|e1)就是规则 e1→h1 的误报率, 而假阴性率 P(e0|h1)

就是其漏报率. 

4. 结果 

4.1 用两个例子比较不同确证测度 
在中国抵抗新冠病毒的战役中,人们经常问,既然核酸检验的真阳性率或敏感性这么低

(低于 0.5),为什么我们还是相信它? 专家回答说:虽然核酸检验敏感性低, 但是它的特异

性高,因而它的阳性是非常可信的. 

我们用两个极端的例子(参看图 9)解释为什么一个低敏感性的检验能比一个高敏感性的

检验提供更加可信的阳性, 以及流行的确证侧度是否支持这个结论。 

  
(a)例 1：正例比例是0.1，反例比例是0.01. (b)例 2：正例比例是1，反例比例是0.9. 

图9. 正反例比例对确证测度b*的影响 

 

对于例 1， b*(e1→h1)=(0.1-0.01)/0.1=0.9, 较大。对于例 2， b*(e1→h1)=(1-0.9)/1=0.1, 较

小。可见要增大 b*, 较少的反例比较多正例更加重要。确证测度 c*、F 和 cF*同 b*一样，也

对反例比例更加敏感。而其他大多数确证测度不具有这个性质。 

进一步假定，对于两个例子都是 P(h1)=0.2, P(h0)=0.8, 于是可用不同确证测度算出例 1
和例 2 的确证度(参看表 9). 其中 log 以 2 为底。表中也包含了例 3(其中 P(h1)=0.01)，它揭

示了 Z 和 b*或 F 的差别。 
 

表 9 从三个例子看不同确证测度的差别(补充材料提供了一个 excel 文件, 它包含表 9,12, 13 的数据计算). 
Ex. a, b, c, d D M R C Z S N L F b* c* 

1 20, 180, 8, 792 .514 .072 1.84 .014 .643 .529 .09 3.32 .818 .9 0.8 

2 200, 0, 720, 80 .017 .08 0.12 .016 .022 .217 .1 .152 .053 .1 -.722 

3 10, 0, 90, 900 .09 .9 3.32 .009 .091 .1 .091 3.46 .833 .91 -.9 

例 1 和例 2 的 数据显示，F 和 b*给与例 1 比例 2 更高评价；而 M, C, N 给与例 2 比例

1 更高的评价(见红色数字).  

对于例 2 和例 3，c>a, 只有 c*(e1→h1)的值 是负的. 在反例多于正例时，负值应该是合

理的。例 3 的数据显示， 

第三行显示，在 P(h0)=0.99>>P(h1)=0.01 时，Z 和 F 及 b*非常不同(见蓝色数字), 因为

F 和 b* 独立于 P(h). 



 

 

3.2 用测度 b*解释为什么及怎样 CT 和核算同时用于 COVID-19 检验 

 COVID-19 爆发于武汉,感染了很多人.早期只有用核酸检验诊断感染,后来医生们发现

核酸检验经常漏报感染. 因为检验敏感性低(可能低于 0.5)而特异性高,所以检验呈阳性时

我们可以确认感染, 但是检验呈阴性时, 我们不好确认未感染.这意味着核酸检验阴性不可

信. 为减少漏报,CT得到更多重视,因为 CT 有更高敏感性. 

 在核酸和 CT 同时使用时, 武汉医生改进诊断如图 10 和表 11 所示. 如果根据确证测度

b*, 我们能和武汉医生一样诊断感染吗? 除了核酸和 CT,病人症状比如发热和咳嗽也被用

来诊断.为了简化问题,我们假设所有病人症状相同,诊断只根据核酸和 CT 检验结果. 

 文献[34]介绍了作者使用 CT 的敏感性和特异性. 根据[33,34]和其他网上报告,本文作

者假定的核酸和 CT的敏感性和特异性如表 10所示. 

表 10. 核酸检验(NAT)和 CT 对新冠肺炎的敏感性和特异性 

 敏感性 特异性 
NAT  0.5 0.95 
CT 0.8 0.75 

 

图10是根据表10画的. 图 10 也显示了敏感性和特异性.比如红色圆圈有一半在右侧,

表示核酸检验的敏感性是 0.5. 

 
图 10. 借助于确证测度 b*,同时使用核酸(NAT)和 CT 诊断新冠病毒感染. 

我们用 c(NAT+) 表示使用任一确证测度 c 时的核酸阳性的确证度, 使用 c(NAT−), 
c(CT+), 和 c(CT−)同理. 于是我们有 

b*(NAT+) = [P(e1|h1)-P(e1|h0)]/P(e1|h1) = [0.5 − (1 − 0.95)]/0.5 = 0.9; 

b*(NAT−) = [P(e0|h0)-P(e0|h1)]/P(e0|h0) = [0.95 − (1 − 0.5)]/0.95 = 0.47. 

同理, 我们也可以获得 b*(CT+) = 0.69 和 b*(CT−) = 0.73 (见表 Table 11).  

表 11. 根据核酸检验和 CT 所做的改进诊断 (得到最终阳性和阴性). 

 NAT-Negative, b0*=0.47 NAT-Positive, b1*=0.9 
CT-阳性, b1*=0.69 最终阳性(变了) 最终阳性 
CT-阴性, b0*=0.73 最终阴性 最终阳性  



 

 

如果我们仅仅使用核酸检验决定最终阳性和最终阴性, 当核算显示为阴性时我们诊断

为未感染. 同时使用核酸和 CT 两者时, 如果根据 b*, 当核酸显示阴性而 CT 显示阳性时, 我
们选择最终阳性 (见表 11 中蓝色), 因为 b*(CT+) = 0.69 大于 b*(NAT−) = 0.47. 这样诊断和

武汉改进的诊断就一样. 
作者假定阳性的先验概率是 P(e1) = 0.25, 用各种确证侧度得到的确证度(用同样的敏感

性和特异性)如表 12 所示. 

表 12. 用各种确证测度评价核酸检验和 CT的结果. 

 D M Z S C N F b* c* 
c(NAT-) .10 .11 .40 .62 .08 .45 .31 .47 .83 
c(NAT+) .52 .34 .69 .62 .08 .45 .82 .90 .70 
c(CT−) .17 .14 .67 .43 .10 .55 .58 .73 .91 
c(CT+) .27 .41 .36 .43 .10 .55 .52 .69 .06 

c(CT+)>c(NAT−)   No No     No 
c(NAT+)>c(CT−)     No No   No 
如果有“No”在一个测度下面, 则使用该测度会导致和武汉改进诊断不同的诊断. 红色

意味着 c(CT+) < c(NAT−) 或 c(NAT+)<c(CT−), 是不合理的. 测度 D, M, F 和 b*一样, 和改

进的诊断一致. 如果 P(h1) 从 0.1 到 0.6 变化, 我们将发现, 测度 M 也和武汉改进的诊断不

一致. 如果检验阳性或阴性的确证度大于 0.2 才可信, 则 D 也不理想, 只有测度 F 和 b*满足

我们要求. 
表 10 中敏感性和特异性并不是特意选出来的. 如果核酸敏感性在 0.3 和 0.7 之间变化, 

CT 敏感性在 0.6 和 0.9 之间变化, 结论同样是:只有 D, F 和 b* 和武汉改进的诊断一致. 
测度 c* 也不合适用于诊断, 因为它反应正确率而不反应漏保比例,而感染漏保比误报损

失更大. 

4.3 Δa 和 Δd 怎样影响各种确证测度 

 下面例子用来检查我们是否可以用流行的确证测度解释一只黑乌鸦能比一支白粉

笔更好支持“乌鸦是黑的”. 表 13 显示的是用 9个确证测度算出的确证度. 首先我们

用a=d=20,b=c=10算出九个确证度; 然后用a+1代替a算出九个确证度; 再用d+1代替

d 算出九个确证度.  

表 13. 各种确证测度怎样受 Δa =1 和 Δd = 1 影响. 

 
f(a, b, c, d)  

 
a=d=20 
b=c=10 

Δa=1 
Δd=0  

Δd=1 
Δa=0 

Δf/Δa-Δf/Δd 

D(e1→h1) a/(a + c)-(a + b)/n 0.167 0.169 0.175 -0.006 
M(e1→h1) a/(a + b)-(a + c)/n 0.167 0.169 0.175 -0.006 
C(e1→h1) a/n − (a + c)(a + b)/n2 0.083 0.086 0.086 0 
Z(e1→h1) D(e1→h1)/[(c + d)/n] 0.333 0.344 0.344 0 
S(e1→h1) a/(a + c)-b(b + d) 0.333 0.334 0.344 0 
N(e1→h1) a/(a + b) − c/(c + d) 0.333 0.334 0.344 0 
F(e1→h1) (ad-bc)/(ad + bc + 2ac) 0.333 0.340 0.348 −0.007 

LR+ [a/(a + b)]/[c/(c + d)] 2 2.03 2.07 −0.034 
c*(e1→h1) (a − c)/max(a, c) 0.5 0.524 0.5 0.024 > 0 

结果一定超出大多数研究者预料. 表 13 表明,所有测度除了 c*(见蓝色数字)不能保证 

Δa = 1比Δd = 1更能增大 f(a, b, c, d). 如果我们让 b 和 c 在 1和 19之间变化,除了 c*, S, N, 其
他测度都不能保证 Δf/Δa≥Δf/Δd. 在 b>c 时, 测度 S 和 N 也不能保证 Δf/Δa≥Δf/Δd. 对于 D
和 M, 原因是 Δd = 1减小 P(h1)和 P(e1)超过增加 P(h1|e1)和 P(e1|h1). 对于除 c*外的其他测度,

原因类似. 



 

 

5. 讨论 

5.1 澄清乌鸦悖论 
 为了消除乌鸦悖论，很多研究者——包括 Hemple [3]——肯定 EC 而否定

Nicod-Fisher 准则（NFC）；也有很多研究者——比如 Scheffler 和 Goodman [35]——否定 EC

而肯定 NFC。还有其他一些人，不完全肯定或否定 EC，或不完全肯定 NFC。 
首先我们看是否能使用F测度消除乌鸦悖论。F(e1→h1) 和 F(h0→e0)的不同之处在于，

两者反例相同，但是正例不同。当d增大1时，F(e1→h1)和F(h0→e0)都会增加，但是增加幅度

不同。所以： 

 F测度虽然否定EC，但是还是肯定F(e1→h1)和F(h0→e0)正相关； 

 F测度不符合 Nicod-Fisher准则。 

结论是，测度 F不能消除我们关于乌鸦悖论的困惑。 

Greco[15]等人从粗糙集理论角度得出结论：NFC是对的。但是他们分析很多确证测度

后，没有 发 现 一个合适的且符合NFC的确证测度。也有 很 多 研 究 者 相

信 ：NFC不对，它符合直觉 只 是因为c(e1→h1)随a增加较大，随d增加较小。Fitelson 和

Hawthorne [28]在比较不同测度后认为似然比 LR可以用来说明a支持e1→h1超过d。 

不幸的是,表 13 显示, 除 c*以外的所有确证测度由 Δd = 1 引起的增量超过或等同于由

Δa =1引起的增量,这意味着这些测度支持结论:一支白粉笔对“乌鸦是黑的”支持超过或等于

一只黑乌鸦.因此这些测度不能用来澄清乌鸦悖论.  
然而测度 c*不同,因为 c*(e1→h1) = (a − c)/(a˅c)且 c*(h0→e0) = (d − c)/(d˅c), 等价条件不成

立, 测度 c*完全符合 NFC. 所以根据测度 c*,乌鸦悖论不再存在. 

5.2 关于增量确证和绝对确证 
在表 13 中,如果初始数字 a=d=200 和 c=d=100, Δa =1 引起的不同测度的增量会很小.

比如, D(e1→h1)由 0.1667增加到 0.1669; c*( e1→h1) 由 0.5 增加到 0.5025. 增幅是表13中增幅

的约 1/10.因此,由新样例带来的确证度增量和原有样例个数或先验知识密切相关. 
绝对确证要求: 

 样本足够大，即 n 足够大; 

 每个样例是独立产生的; 

 样例具有代表性。 

如果 a、b、c、d 都很小，所得确证度是不可靠的。我们需要用确证度区间代替确证度，

比如用[0.5,1]代替 1. 具体做法有待进一步探讨。 

5.3 假设对称(HS)还是后件对称是需要的？ 
Elles 和 Fitelson 提出的 HS 对称性其实是大前提的后件对称性，即 c(前件，后件)=-c(前

件，¬后件)；而 ES 对称性是前件对称性。因为在他们眼里, e 和 h 不是大前提的前后件，所

以他们不能说后件或前件对称。考虑 c(e, h)互换为 c(h, e), 如果按 HS 的字面理解，就会出现

误解(参看表 14)。 

表 14. 对假设对称性 HS 和证据对称性 ES 的误解 

 HS 对称即后件对称性 ES 对称即前件对称性 

误解的 HS 对称性 c(e，h)=-c(e,¬h) c(h，e)= -c(¬h, e) 

误解的 ES 对称性 c(h，e)=-c(h,¬e) c(e，h)= -c(¬e, h) 

 

文献[8,19]就出现了这种误解, 其中称 c(h, e)=-c(h,¬e)是证据对称(ES). 而实际上是 HS

或后件对称。文献[19]中, F(H, E)(左边是假设，右边是证据)应符合 HS 对称性(这是对的)，



 

 

而 F(E, H)应符合 ES 对称性(这一说法不符合 ES 原意)。实际上两者都符合 HS 对称性，即后

件对称性。误解的更严重后果是，文献[18]认为 ES 及 EHS(即 c(H, E)=c(¬H,¬E))和 HS 一样

是有价值的，从而选出 S、N 和 C 等测度。 

笔者赞成 Elles 和 Fitelson 的结论，只有 HS 对称性(即后件对称性)是需要的。因此，我

们有必要明确 c(e, h)中前后件关系，把 c(e, h)写成 c(e→h), 把假设对称性 HS 改为后件对称

性，把证据对称性 ES 改为前件对称性。 

4.7 关于贝叶斯确证和似然确证 
Carnap提出的D测度常被称之为标准贝叶斯确证测度。但是上面分析表明，D适合用作

选择假设的测度，不适合作为确证大前提的测度。Carnap开辟了贝叶斯确证方向。但是他

对D的解释容易让人混淆支持大前提的证据(样本)和结论的证据(小前提)。 

Greco 等人[19]把条件概率 P(h|e)构成的测度叫做贝叶斯确证度，把 P(e|h)构成的测度叫

做似然确证度, 把 c(h→e)这样的确证测度称为反贝叶斯或反似然确证测度。这样划分很有

启发。然而本文对确证测度的分类不取决于符号，而是取决于方法——把真值函数中有效部

分比例优化后当做信道确证度 b*——它类似于似然比，反映信道有多好；把似然函数中有

效部分比例优化后当做预测确证度 c*——它类似于正确率，反映概率预测有多好. b*可谓逻

辑贝叶斯确证测度(因为使用的是逻辑贝叶斯推理[17])——虽然其中可能使用 P(e|h); c*可

谓似然确证测度——虽然其中可能使用 P(h|e).  

本文也提供了反信道确证测度 b*(h→e)和反预测确证测度 c*(h→e)。确证测度 b*(e→h)

和 c*(e→h)和错报率相关, 而反确证测度 b*(h→e) 和 c*(h→e)和漏报率相关.  

4.8. 关于确定性因子用于概率专家系统 
确定性因子(CF 即 Certainty Factor) 是 Shortliffe 和 Buchanan 提出用于专家系统

MYCIN [7]的. CF 用来表示推理 “If e then h” 有多好，CF 和测度 Z 的关系是 CF(h→e) = 
Z(e→h) [36]. 

如 Heckerman 和 Shortliffe [32]指出, CF 模型被广泛用于基于规则的专家系统，但是它

也有理论和实践局限性；信念网表示可以克服其中大多数局限性，而 CF 模型更加简单; 结

合两者有可能发展出更简单的概率专家系统.  

 测度 b*(e→h)和谓词 e1(h)的真值函数的可信部分相关，含义和 CF 类似. 差别是

b*(e→h)独立于 P(h), 而 CF 和 P(h)相关； b*兼容统计概率理论，而 CF 并不兼容。是否可

以把 b*或 c* 当做确定性因子，从而简化信念网或概率专家系统？这个问题值得探讨。 

4.9 确证测度F, b*, 和 c*如何兼容Popper的证伪思想 

Popper 肯定一个反例就可以证伪一个全称假设或一个大前提。但是对于不确定大前提，

反例如何影响其确证度？确证测度 F, b*和 c*就能体现反例的重要性。 

表9含有两个例子中，例1中正例比例少，反例比例更少，所以确证度大。这个例子说

明，要提高确证度，增大后验概率 P(e1|h1)(对于b*)或P(h1|e1) (对于c*)不是必要的。例 2 中虽

然正例比例大，反例比例也不小，所以确证度 b*很小。这个例子说明，要提高确证度，增

大后验概率也不是充分的。只有增加正反例比例的相对差才是必要且充分的。 

Popper 肯定一个反例就可以证伪一个全称假设——可以解释为，对于全称假设的证伪，

没有反例是重要的。现在对于不确定假设的确证，这话就变成：较少反例是重要的。可见这

些确证测度和 Popper 证伪思想兼容。 

Scheffler和Goodman[35]根据Popper的证伪思想，提出”选择确证”，认为黑乌鸦之所以

支持“乌鸦→黑的”，是因为它否定(在一定程度上证伪)“乌鸦→不黑”，从而支持相反假设“乌

鸦→黑的”。而不黑的乌鸦之所以支持“乌鸦→不黑”，是因为它否定相反假设“乌鸦→黑的”。



 

 

他们的解释是很有意义的. 但是他们没有提出相应的确证测度。c*(e1→h1)正好体现他们的解

释。 

5. 结论 

用语义信息方法和统计学习方法，以医学检验为例，我们可以推导出一个确证测度

b*(e→h), 它和 Kemeny 和 Oppenheim 很早提出的 F 测度类似，b*和 F 能像似然比 LR 那样反

映医学检验的信道特性，表明检验手段有多好，所以 b*被称之为信道确证测度。为了得到

反映概率预测有多好，我们还可以推导出预测确证测度 c*(e→h)——它类似于正确率，但

是也在-1 和 1 之间变化。b*和 c*都可以用于概率预测，而且 b*适合有病的先验概率变化时

根据阳性或阴性对有病或无病做概率预测。b*和 c*可以写成四种样例个数 a, b, c, d 的函数

f(a, b, c, d)。互换前后件，我们还可以得到反信道确证测度 b*(h→e)和反预测确证测度

c*(h→e). 考虑后件对称性，b*和 c*各有 8 种形式，都符合 Elles 和 Fitelson 提出的对称性标

准， Greco 等人提出的单调标准，并且在-1 和 1 之间变化。 

本文显示，大多数确证测度不能用来帮助我们诊断新冠肺炎, 但是测度 F 和 b*等测度

(它们是似然比的函数)可以. 文中证明流行的确证测度都不能支持结论:一只黑乌鸦比一支

白粉笔更加支持”乌鸦是黑的”. 而 c*支持,并且 c*完全否定等价条件并确切符合 Nicod 准则, 

因此可以用来消除乌鸦悖论. 新的确证测度表明：反例少比正例多更重要；所以新的确证测

度兼容 Popper 的证伪思想。 

新的确证测度支持绝对确证而不是增量确证。在样本较小时，用任何确证测度算出的确

证度都是不可靠的，应当用确证度区间代替确证度——具体做法有待进一步研究。用新的确

证测度作为确定性因子或许可以简化概率专家系统或信念网,这一问题值得进一步研究. 

 

补充材料: 用于计算表 9, 12, 13 中数据的 Excel 文件下载地址:  

http://survivor99.com/lcg/Table9-12-13NAT.zip . 我们可以通过改变 a, b, c, d 检查不同确证测

度.  
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