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评论文章： 

回顾学习函数和语义信息测度的进化 

--进而理解深度学习 
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鲁晨光 2023.5 

 
摘要：最近深度学习出现了一股以互信息神经估计 (MINE)和信息噪声对

比估计(InforNCE)为代表的潮流。在这个潮流中，相似函数和估计互信息

分别用作学习函数和目标函数。巧合的是, 估计互信息和笔者 30 年前提

出的语义互信息在本质上完全相同。本文首先回顾了语义信息测度和学习

函数的进化史, 然后简单地介绍了笔者的语义信息 G 理论——包括信息

率-保真度函数 R(G)(G 表示给定的语义互信息，R(G)是信息率-失真函数

R(D)的推广)——及其应用于多标签学习，最大互信息分类，和混合模型。

然后，文章讨论了：从 R(G)函数和 G 理论的角度，我们应当怎样理解语

义互信息和香农互信息之间的关系、构成语义互信息的两个广义熵 (模糊

熵和覆盖熵)、自动编码器(AutoEncoder)、吉布斯分布(即玻尔茨曼-吉布

斯分布)、划分函数…。一个重要结论是：混合模型和有限玻尔茨曼机(RBM)
收敛是因为语义互信息最大化的同时香农互信息最小化，使得信息效率

G/R接近 1。一个潜在机会是：使用高斯信道混合模型预训练深度神经网

络(DNN)的隐含层，不需要考虑梯度，从而简化学习。文章也讨论了语义

信息测度作为奖励函数(反映控制结果的合目的性)用于强化学习。语义信

息 G理论有助于解释深度学习, 但是远远不够, 因为深度学习还涉及特征

抽取和模糊推理。语义信息论和深度学习相结合应能加速双方发展。 
 

关键词：深度学习，学习函数，语义信息测度, 估计互信息,  最大互信息, 
广义熵，相似函数, SoftMax 函数，有限玻尔茨曼机。 
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1. 引言  

信息理论的学习方法已经出现很久了, 主要方法是用似然函数

作为学习函数 , 把它带进交叉熵 , 然后使用最小交叉熵或最小

Kulback-Leibler (KL)距离准则优化模型参数。但是, 深度学习领域

最近几年出现了一个新的潮流——以互信息神经估计(MINE)【1】和
信息噪声对比估计(InforNCE)【2】为代表。其中, 研究者用相似函

数构造出逼近香农互信息(ShMI)【3】的信息——我们且称之为估计

互信息(EMI)，然后通过最大化估计互信息优化深度神经网络(DNN)。
文末缩写表列出了所有缩写和英文原文。 

2018 年 1 月, Belghazi 等人(包括 Bengio)【1】发表文章：MINE: 
Mutual Information Neural Estimation(互信息神经估计), 这是使用相似函

数构造估计互信息的第一篇文章。2018 年 7 月,  Oord 等人发表文

章【2】：Representation Learning with Contrastive Predictive Coding, 
其中提出 InforNCE。该文明确提出：使用一个学习函数——希望它

正比于 m(x, y)=P(x|y)/P(x)——并用该学习函数构造 EMI 或损失函

数。MINE 和 InfoNCE 都取得了明显的进步并且鼓励了其他研究者。

2019 年, Hjelm 等人(包括 Bengio)【4】, 在 MINE 的基础上, 提出

Deep InfoMax (DIM)学习方法。其中结合 InfoNCE 方法(见【4】中

等式 (5) ) 时可以取得更好结果(该文作者认为 InfoNCE 是独立于

MINE 提出来的)。2020 年, Chen等人(包括Hinton) 提出的 SimCLR 
[6], 何凯明等人提出的 MoCo【7】, Grill 等人提出的 BOYL【8】, 
都显示了强大的学习能力。其中都使用了和 InfoNCE 相似的估计信

息或损失函数。 

另一方面, 相应 Weaver 于 1949 在【9】中提出的号召，有不少

人一直研究语义信息论。研究语义通信和语义信息论的潮流也在逐
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渐壮大。一方面是因为新一代互联网对语义通信的需求【10,11】—
—我们需要利用相似度和语义 (而不是香农信道) 做概率预测和压

缩数据；另一方面，语义信息论用于机器学习也取得重要进展，特别

是：本文作者于 2017 年【12】提出一个简单方法，用它可以从样本

分布得到真值函数或相似函数；随后他又提供了一组信道匹配算法，

用于多标签学习、不可见实例最大互信息分类和混合模型【12,13】。 
巧合的是, 上述估计信息测度和作者 30 年前提出语义信息测度

在本质上是相同的。1990 年，作者提出用真值函数和相似函数构造

语义信息和估计信息测度【14】。1993 年，他出版了专著《广义信息

论》。1999 年，他改进了这个理论并在一个英文期刊发表了一个长篇

介绍文章(37 页)【16】。自从 2017 年，他采用 P-T 概率框架和模型

参数，使得这一理论可以用于机器学习【12,13,17】。 
这一语义信息理论【14,15】现在被称之为语义信息 G 理论或简

言之，G 理论(G 意思是推广)。相应的语义信息测度被称之为 G 测

度。在 G 理论中信息率失真函数被推广为信息率保真度函数 R(G)，
其中 R 是给定语义互信息 G 时的香农互信息的下限；而 G 是给定香

农互信息 R 时的语义互信息的上限。R(G)函数可以揭示语义互信息

和香农互信息之间的关系，有助于我们理解深度学习。其应用到机

器学习从【12,13,18】可见。 
语义信息和香农信息的主要区别是前者涉及真假(Floridi 有详

细讨论【19】)。根据 Tarski 的关于真的语义概念【20】和 Davidson
的真值条件语义学【21】, 一个假设或标签的真值函数确定了它的语

义——指形式语义 (参看附录 A) 。 
度量给定标签 yj(常量)提供的关于实例 x (变量) 的语义信息时, 

我们要用到 x 使 yj为真的 (模糊) 真值函数。一般情况下，x 和 yj属

于不同的论域。如果它们属于同一个论域, yj就变成估计 x̂ j =”x 大约

是 xj”。比如 GPS 指针指示的位置就是估计 yj = 𝑥ොj(3.1 节详述), 它提

供估计信息。因为它可能是错的，该信息也是语义信息。因此，可以

说, 估计信息是语义信息的特例；本文也称估计信息为语义信息, 称
使用估计信息测度的学习方法为语义信息论的学习方法。 

虽然深度学习中估计信息方法非常成功, 但是也还存在许多问

题。首先, 其中用到的一些函数和熵 (它们非常重要) , 但是却没有

统一的名称, 比如函数 m(x, y)=P(x, y) / [P(x)P(y)]和涉及估计互信息

的广义熵。特别是作为主角的估计互信息过去一直没有自己的名字，

它经常被称之为香农互信息的下限。另一方面, 同一名称可能代表非

常不同的函数,  比如相似度可能在 0 和 1 之间, 比如 exp(-d(x, y))；
也可能在 0 和∞之间, 比如 m(x, y) 和 -logP(c) 【22】。为方便交流, 
我们有必要统一各种函数以及熵和信息测度的名称。 

第二, 深度学习研究者对许多问题并不能清楚回答。这些问题包

含： 
 在有监督、半监督, 和无监督学习中, 香农互信息和估计互信息

之间的关系是怎样的？  
 相似度是概率吗？如果它是, 为什么它们不是归一化的？如果

不是, 为什么它能带进贝叶斯公式, 用作概率预测(比如用于像

是贝叶斯公式的公式(9))？ 
 我们能直接从样本或样本分布得到相似函数, 失真函数, 真值

函数或隶属函数？ 
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而 G 理论可以清楚地回答这些问题。 
第三，由于对估计互信息和香农互信息之间的关系认识不够清

楚, 有些深度学习作者认为【4, 24】：最大化香农互信息是很好目标；

因为估计互信息是香农互信息的下界, 我们可以通过最大化估计互

信息来最大化香农互信息。然而, Tschannen 等人【17】提出不同看

法, 认为用互信息作为目标函数是不够的, 在有些情况下甚至是不

好的；最近的深度学习成功另有原因。笔者认为，他们的质疑值得重

视。从语义信息 G 理论的角度看, 估计互信息类似于效用, 香农互

信息类似于成本；最大估计互信息才是目的。有些情况下两者需要

同时最大化。而有些情况下, 为了提高通信效率, 我们需要减少香农

互信息。 
Tishby 等人【26,27】用信息瓶颈解释深度学习。根据他们的理

论，对于结构为 X->T->Y 的神经网络，我们需要使 I(Y; T)−βI(X; T)
最大化【26】或使 I(X; T)− βI(Y; T)最小化【27】。其中 β 是拉格朗日

乘子，控制 I(Y; T)最大化和 I(X; T)最小化之间的权衡。这种解释涉

及率失真函数 R(D)，很有启发。 然而，在这一理论中，EMI(或参

数化互信息)和 ShMI 并没有很好地区分，忽略了使它们彼此靠近是

一项重要任务。因此，本文(第 5.2 节)将提供一种有竞争力的解释—
—使用 R(G)函数。 

尽管深度学习中存在各种问题，深度神经网络(DNN)有强有力

的特征抽取能力, 结合估计信息测度从而提供了有说服力的应用。对

比之下，语义信息论的机器学习应用比较简单, 没有结合 DNN。从

实用的角度看, G 理论的应用缺少说服力。各种信息理论(包括 G 理

论)也不足以解释深度学习中许多巧妙方法。 
现在是到了合并两股潮流, 让它们相互学习相互取长补短的时

候了！ 
 推广的熵有很多种, 然而本文涉及的广义熵, 不改变香农熵的

结构, 仅仅改变 log 右边的函数。除了经典信息理论的学习【28,29】
中的交叉熵方法，研究者也提出其他熵，比如 Reny 熵【30,31】, Tsallis 
熵【32,33】, correntropy【34】, 基于矩阵的熵【35】，以及相关的

方法用于广义信息理论的学习。 图 1 显示了经典信息理论的学习、

广义的信息理论的学习和语义信息理论的学习之间的区别和联系。 
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图 1.四种学习之间的区别和联系 

 

 语义信息理论的学习和非信息理论的学习之间的主要区别是，

后者使用真或正确率作为评价准则，而前者使用逼真度

(Truthlikeness【36】),即向真的成功逼近或其对数作为评价准则。真

独立于事实的先验概率分布 P(x)，而逼真度和 P(x)相关。两个准则

应有它们各自的用途。语义信息理论的学习和广义信息理论的学习

的主要差别是：前者仅仅用真值函数或相似函数推广香农熵和信息。 
虽然很多方法使用参数或 SoftMax 函数构造互信息, 但是如果

没有使用相似函数或真值函数, 还不能说是语义信息理论的学习方

法。这些熵和信息测度也有其应用价值。但不是本文要讨论的。 
除了上面提到的语义信息测度, 还有其他人 (比如 Floridi 【31】

和钟义信【32】) 提出的语义信息测度。但是作者没有看到这些测度

的机器学习应用。 
本文主要目的： 
 回顾语义信息测度发展史和学习函数进化史； 
 澄清语义互信息和香农互信息之间的关系； 
 促进语义信息论和深度学习的融合和发展。 
本文后面章节内容是： 
 回顾语义信息测度的进化史； 
 回顾学习函数的进化史； 
 介绍笔者建立的语义信息 G 理论及机器学习应用； 
 讨论深度学习中语义信息和香农信息最大化问题，以及和

深度学习相关的一些问题； 
 讨论几个值得探索的新方法以及 G 理论的局限性； 
 结论——包括机遇和挑战。 

2. 语义信息测度的进化 

2.1. 使用真值函数或相似函数逼近香农互信息 

香农互信息公式是： 

( , )
( ; ) ( , ) log

( ) ( )

            ( ) ( | ) ( ) ( | ).

i j
i j

i j i j

P x y
I X Y P x y

P x P y

H Y H Y X H X H X Y



   

  (1) 

其中 xi是一个实例，yj是一个标签，X 和 Y 是两个随机变量。 

为了说明估计互信息, 我们先看香农互信息的核心部分： 

( , )
( ; ) log

( ) ( )
j

j
j

P x y
I x y

P x P y
  ,    (2) 

其中 xi 是变量，yj 是常量。深度学习研究者发现, 我们能用参数构

造相似函数, 然后用相似函数构造逼近香农互信息的估计互信息。相
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似函数的主要特点是： 

( , )
( ; ) ( , ) ( | )

( ) ( )
j

j j j
j

P x y
S x y m x y P y x

P x P y
   ,  (3) 

上式也定义了 m(x, yj)。它是一个重要函数, 但是作者没见过它的名

字。我们称之为关联函数(relatedness function)。我们也可以用参数

构造失真函数 d(x, y), 用 d(x, y)表示相似函数, 使得 

( ; ) exp[ ( , )] ( , )j j jS x y d x y m x y   .   (4) 

然后我们可以用 S(x, yj)或 exp(-(d(x, yj))表示估计信息:  

1 1

( , ) exp( ( , ))
( ; ) log log

( , ) exp( ( , ))
N N

l l

S xk yk d xk yk
I xk yk

S xl yl d xl yl


 


 

 
， (5) 

其中 k 表示一个样本{(xk, yk)|k=1,2,…,N}中第 k 个样例的序号。估计

互信息被表示为： 

1
( ; ) ( ; )

k

I X Y I xk yk
N   .     (6) 

而信息论研究者通常用样本分布 P(x, y)求平均。估计信息和估计互

信息被表达为 

( , )
( ; ) log

( ) ( , )

exp( ( , ))
              log

( ) exp( ( , ))

i j
i j

l l j
l

i j

l l j
l

S x y
I x y

P x S x y

d x y

P x d x y

 









，

     (7) 

( ; ) ( , ) ( ; ).i j i j
j j

I X Y P x y I x y      (8) 

注意划分函数中多了P(xi)。但是(7)和(5)是等价的。和似然函数P(x|θj)
比 (θj表示 yj和有关的参数) , 相似函数独立于信源 P(x)。当信源和

信道改变之后, 相似函数作为预测模型仍然可用。它和新的信源 P’(x)
一起形成新的模型预测或似然函数: 

( ) ( , )
( | ) .

( ) ( , )
j

j
l l j

l

P x S x y
P x

P x S x y



 


    (9) 

公式(5)和(6)适合样本尺寸不太大的情况；而公式(7)和(8)适合样于样

本尺寸远大于实例种类的情况。但是, 后一种表达可以反映信源的变

化, 更加便于澄清语义互信息和香农互信息之间关系。 
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2.2. 涉及语义信息测度的历史事件 

作者尽自己所知, 列出和语义信息测度有关的重大历史事件。 
1931 年, Popper 在《科学发现的逻辑》【39】 (P.96)一书中提出：

科学假设的逻辑概率越小, 如果经得起检验, (语义)信息量就越大。可以

说, Popper 是语义信息最早研究者(如 Floridi 所言【19】)。随后他还提

出逻辑概率公理系统。他强调有两种概率 (统计概率和逻辑) 同时存在

([39] (pp. 252-258)。但是他没有建立同时包含两者的概率系统。 
1948 年香农发表了著名的文章：《通信的数学理论》【3】。  
香农信息论为优化通信编码提供了强大的指导思想和工具。然

而，香农只用了统计概率——基于频率解释。文中提出信息率保真

函数, 后来被改称为信息率失真函数 R(D) (R 是给定平均失真上限

D 时的最小互信息)。  
1949, Weaver 和香农合作出版了《The Mathematical Theory of 

Communication》【9】其中包含香农已发表的著名文章和 Weaver 的
文章 , 后者标题是  “Recent Contributions to The Mathematical 
Theory of Communication”。Weaver 在这篇文章里提出通信的三

个水平： 
水平 A. 通信符号怎样被准确传递？ 
水平 B. 传递的符号怎样精确地传送想要表达的含义？ 
水平 C. 接收的含义怎样有效地以希望的方式影响实施？ 
水平 A 只涉及 Shannon 信息, 水平 B 涉及香农信息和语义信息, 

水平 C 还涉及信息效用或价值。 
上个世纪, 很多人拒绝研究语义信息, 主要理由是香农说过这样

的话【9】(P. 3)： 
“通常, 消息含有意义, 也就是说, 它们指代概念实体或(根据某

些系统)与某些物理或概念实体相关联。而通信的这些语义方面与工

程问题无关。” 

实际上, 香农只是限制其理论应用范围, 并不是反对研究语义信

息。如果他反对, 怎么会同意把自己的文章和 Weaver 的那篇文章放

一起出版呢？最近十年来, 随着人工智能和互联网的发展, 社会对

语义通信的需求越来越迫切 , 越来越多学者开始研究语义通信

【10,11】，包括语义信息论。 
1951 年, Kullback 和 Leibler【40】提出 Kullback-Leibler (KL) 

离散度(divergence), 又叫 KL 信息或相对熵： 

KL

( )
( || ) ( )log .

( )
i

i
i i

P x
D H P Q P x

Q x
       (10) 

KL 信息可看做香农互信息在给定 Y= yj 时的特例, 但是香农互

信息也可以看成是两个分布 P(x, y)和 P(x)P(y)之间的 KL 信息。 
因为香农信息不能度量语义信息, 1952 年, Carnap (卡尔纳普) 

和 Bar-Hillel 【41】 提出一个语义信息公式： 

  ICB=log[1/mp].       (11) 

其中 mp 是一个命题 p 的逻辑概率。这个公式反映了 Popper 的部分思

想——逻辑概率越小, 信息量越大。但是, ICB 并不能反映假设是否经得
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起检验, 所以这一公式是不实用的。另外, 逻辑概率 mp是根据假设的外

延包含的被划分论域的子论域的相对数目定义的, 和实例的先验概率

无关, 这也是不合理的。  
1957 年, Shepard【41】提出用距离表示相似度: S(x, y)=exp(-d(x, 

y))。 

1959 年, 香农【43】提供了一个无记忆二元信源的的信息率失

真函数 R(D)的表达式和一般无记忆信源的 R(D)的参数解： 

( ) ( ) ( ) exp( ) /

( ) ( ) ( ) ln

ij i j ij i
i j

i i
i

D s d P x P y sd Z

R s sD s P x Z



 





，

，
   (12) 

其中 dij = d(xi, yj), s ≤ 0, Zi是划分函数。在笔者看来, exp(sdij)] 就是

真值函数, 限失真时的最小互信息可以看做是语义互信息[18]。 

1967 年,Theil【44】提出广义 KL 信息公式： 

 ( )
( ) log

( )
i

Theil i
i i

R x
I P x

Q x
 ,      (13) 

其中包含三条函数曲线。R(x) 可看做是对 P(x)的预测, Q(x)是先验概率

分布。这样, ITheil就表示预测信息。 
1965, Zadeh 提出模糊集合论【45】。一个实例 xi 在模糊集合 Aj中

的隶属度被表示为 MAj(xi)。本文作者于 1993 年解释【15】：隶属函数

MAj(x)就是一个谓词 yj=”x 在 Aj 中”的真值函数；如果我们假设存在一

个典型 xj(即柏拉图的理念, 它可能不在 Aj 中)使 yj 为真, 即 MAj(xj)=1, 
那么, 隶属度 Aj(xi)就是 xi 和 xj之间的相似度。 

1972 年, De Luca 和 Termini【46】用单个隶属函数定义模糊熵, 我
们简称它为 DT 模糊熵。 

1974 年, Akaike【47】把模型参数带进 KL 公式, 证明最大似然估

计等价于最小 KL 信息估计。虽然他没有明确用交叉熵, 但是所用的对

数似然度等于负的交叉熵乘以样本尺寸： 

lo g ( | )= ( ) log ( | )=  - ( | ).i i
i

P N P x P x NH X  X   (14) 

1981 年, Thomos 举例说明【48】, 我们可以把隶属函数带进贝叶

斯公式, 做概率预测。根据 Dubois 和 Prade 的文章 [49], 也有其他人

差不多同时提出这样的公式。  

1983 年, Donsker 和 Varadhan【50】提出：KL 信息可表示为： 

DV ( ) ( ) log ( )exp[ ( )] ( || ) .i i k k KL
i k

I P x T x Q x T x H P Q D        

(15) 

IDV后来被称之为 Donsker-Varadhan 表示【1】, 我们且称之为DV-
KL 信息。他们提出这一公式可能是因为受到香农的信息率失真函数或

Jibbs 分布或 Boltzmann-Jibbs 分布的启发。为了理解这一公式，我们把

P(x)换成 P(x|yj), 把 Q(x)换成 P(x)。于是 KL 信息就变成： 
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( | ) ( | )
( ; )= ( | ) log ( | ) log

( ) ( )
i j j i

j i j i j
i ii j

P x y P y x
I X y P x y P x y

P x P y
 

.    (16) 

为表示 KL 信息, 我们只需要找到 T(xi)使得 exp(T(xi)]∝P(yj|x)或
exp[(T(xi)]∝P(yj|x)/P(yj)。DV-KL 信息后来发展为互信息神经估计

MINE【1】。但是, 指数或负指数函数一般是对称的, 而 P(yj|x)未必是

对称的, 要使两者相等是不容易的。 
1983 年, 汪培庄【51】提出隶属度的统计解释——即随机集落影理

论。用机器学习的语言来说, 我们可以用一个样本, 其中每个样例包含

一个标签和数量不等的相似实例, 即 S={ (xt1, xt2, …; yt) |t=1,2,…,N)}, xi

在含有标签 yj 的样例中的概率就是相应的隶属度 MAj(xi)。作者后来把

随机集落影发展为随机点落影，从样本分布得到隶属函数【17】。 
1986 年, Aczel 和 Forte【52】提出广义熵, 现在叫做交叉熵, 其

中给出不等式： 

log log ( ),i i i i
i i

P Q P P H P         (17) 

并且通过 lnx≤ 𝑥 − 1证明了上式。他们解释, 这一公式也反映香农无失

真编码定理——香农熵是平均码长下限。 
 也是 1986 年, Zadeh 定义了模糊事件的概率【53】, 它等于隶属函

数的均值。本文将说明，这一概率就是我们常用的逻辑概率和划分函数。 
 1990 年, 笔者提出：同时用真值函数和逻辑概率表达语义信息量

【14】，这样可以反映假设是否经得起检验, 克服 Carnap-Bar-Hillel 语
义信息公式的缺点。为了区别于其他语义信息测度, 作者后来称之为语

义信息 G 测度或 G 测度。公式是： 

( | )
( ; ) log

( )
j

LU j
j

Q A x
I x y

Q A
 ,      (18) 

其中 Aj 是模糊集合, yj = “x 属于 Aj”是一假设, Q(Aj|x)是 Aj 的隶属函数, 
也是 yj 的 (模糊) 真值函数。Q(Aj)是 yj 的逻辑概率, 也是 Zadeh 提出

的模糊事件的概率。这一公式就能反映假设是否经得起检验, 因而反映

Popper思想。如果总有Q(Aj|x)=1, 上面语义信息就变成 Carnap和Bar-
Hillel 的语义信息。 

其实作者一开始就是为了度量色觉信息而推广香农信息公式的。笔

者曾提出色觉的译码模型【54,55】, 其中互补彩色是三对：红绿, 蓝黄, 
绿绛,  而不像流行的阶段模型——其中彩色是两对。为了辩护译码模

(证明它分辨率更高, 提供信息更多), 他希望用信息公式度量色觉信息。

为此他把色觉看做是对颜色的估计, 即 yj=𝑥ොj, 并引入分辨率函数，即相

似函数，得到度量色觉的语义信息公式。后来他才发现把分辨率函数换

成真值函数, 我们也能度量自然语言的信息。因为用统计概率求平均, 
这一信息测度能够反映：错误的概率预测会减少语义信息。 

对 ILu(x;yj)求平均, 就得到广义 Kullback-Leibeler(KL)信息(下式中

间部分),  如 Theil 的广义 KL 信息, 它等于语义 KL 信息(下式右边部

分),  即： 

( | ) ( | )
( ; ) ( | ) log ( | ) log

( ) ( )
i j j i

LU j i j i j
i ii j

P x A Q A x
I X y P x y P x y

P x Q A
   . 

(19) 
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上面公式用到带隶属函数的贝叶斯公式 (详见 4.1 节) 。不过作者当时

并不知道 Thomas 等人的研究。如果 Q(Aj|x)用负的损失函数表示, 语
义 KL 信息就变成 DV-KL 信息： 

( ; ) ( | ) ( , ) log[1/ ( )]LU j i j i j j
i

I X y P x y d x y Q A  .    (20) 

不过作者后来才知道 Theil 的公式, 最近才知道 DM-KL 信息。但是, 并
不是任何 KL 信息或语义 KL 信息都能用指数 (或负指数)函数表示为

DV-KL 信息。比如 yj=“老年人”的真值函数是不对称的, 需要用 Logistic
函数表示。所以, DV-KL 信息只是语义 KL 信息的特例。 

1993 年, 笔者推广香农的信息率失真函数 R(D)【15】, 即用 ILU(x; 
y)代替失真函数 d(x, y),得到信息率保真函数 R(G) (G 表示语义互信息下

限)。 R(G)函数揭示了香农互信息 R 和语义互信息 G 之间的匹配关系。

他同时把真值矩阵解释为广义信道, 提出两个信道相互匹配的概念。同

时他研究了如何根据颜色的视觉分辨率和 R(G)函数压缩图像数据

【15,16】。 
2017 年, 笔者提出 P-T 概率框架【12】，用 T 代替 Q，用 θj 代替

Aj。2020 年，他讨论了 P-T 概率框架和 Popper 理论的关系【17】。θ
不仅代表模糊集合，也代表模型参数。使用 P-T 概率框架，我们就能方

便地把 G 测度用于机器学习。语义互信息和几个广义熵的关系是： 
( | )

( ; ) ( ) ( | ) log
( )

= ( ) ( | ) ( ) ( | ),

j i
i j i

i j j

T x
I X Y P x P y x

T

H Y H Y X H X H X Y



  






  


  (21) 

其中三种广义熵是： 

( | ) ( , ) log ( | )i j i j
j i

H X Y P x y P x   ，    (22) 

( | ) ( , ) log ( | )i j j i
j i

H Y X P x y T x   ,   (23) 

( ) = ( )log ( )j j
j

H Y P y T  .      (24) 

H(X|Yθ)可谓预测熵, 也是交叉熵。关于另外两个广义熵, 作者建议称

H(Yθ|X)为模糊熵, 称 H(Yθ)为覆盖熵 (详见 5.4 节讨论) 。 
和 DT 模糊熵比, H(Yθ|X)作为模糊熵更有普遍性, 因为如果标签由

n 个减少为互补的两个 y1 和 y0, 并且 P(y1|x)和 P(y0|x)等于两个隶属函

数 T(θ1|x)和 T(θ0|x), 上面模糊熵就退化为 DT 模糊熵。更多模糊熵和

模糊信息测度见【56】。作者认为有些用模糊熵构造的语义信息测度是

不妥当的, 主要原因它们不能反映假设是否经得起检验。 

 2021 年, 作者用-logT(θj|x)定义失真函数 d(x, yj), 即令d 等于模糊

熵 H(Yθ|X)(D 等于其上限), 从而推广信息率失真函数和最大熵方法

【18】。这样，约束条件就更加灵活。 
最近几年, 深度学习研究者用特征矢量的点积表示相似函数, 把相

似函数带进语义或估计信息公式, 使语义信息测度有了更丰富更实用

的形式。详见下节。 

3． 学习函数的进化 
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3.1 从似然函数到相似函数或真值函数 

本节回顾学习函数和优化准则, 以便读者理解为什么我们最终

选择相似函数和估计信息测度。 

 机器学习的任务是, 先用样本优化学习函数, 再用学习函数做

概率预测或分类。优化学习函数有多种准则：比如最大正确率, 最大

似然度, 最大互信息, 和最大估计互信息, 最小失真, 最小平方误差, 
正则化最小平方误差(RLS), 最小 KL 距离, 最小交叉熵…准则。 有
些准则是等价的, 比如最大似然, 最小交叉熵, 最大估计互信息准则

是等价的。有些准则是类似的或兼容的, 比如 RLS 准则和最小 EMI
准则。 
不同的学习函数逼近下面不同的概率分布: 
 P(x): 实例 x 的先验分布, 反映信源；逼近它的是 Pθ(x)(或

P(x|θ)); 
 P(y): 标签 y 的概率分布, 反映信宿；逼近它的是 Pθ(yj); 
 P(x|yj): x 的后验分布, 逼近它的学习函数是似然函数 P(x|θj)或

P(x|yj, θ)； 
 P(yj|x): 可谓转移概率函数, 逼近它的学习函数是 P(θj|x)——

也是 Fisher 提出的, Fisher 称之为反概率【57,58】。我们后面称之为

反概率函数。可用 Logistic 函数表示它。 
 P(y|xj): y 的后验概率分布。因为 P(y|x)=P(y)P(x|y)/P(xi), 贝叶

斯推断用 P(θ)P(x|y, θ)/Pθ(x)【58】 (贝叶斯后验) 逼近它。 
 P(x, y): 联合概率分布, 逼近它的是似然函数 P(x, y|θ). 
 m(x, yj)=P(x, yj)/[P(x)P(yj)]=P(x|yj)/P(x)=P(yj|x)/P(yj)：关联 (度) 

函数, 逼近它的函数我们记为 mθ(x, yj) , 并称之为逼真 (度) 函数

(truthlikeness function)。它在 0 和∞之间变化。 
 m(x, yj)/max(m(x, yj)), 我们用真值函数 T(θj|x)或相似函数 S(x, 

yj)逼近它。真值函数是逼真函数的纵向归一化——其最大值是 1。 
作者以为, 学习函数从似然函数进化到逼真函数和真值函数(或

相似函数), 优化准则也从最大似然或交叉熵准则进化到最大语义 
(或估计) 信息准则。虽然两者等价, 但表达形式不同，含义不同。下

面回顾学习函数进化的原因。 
因为样本分布 P(x|yj)可能是间断的或不平滑的, 我们不能用它

做概率预测。为此, Fisher【57】提出用似然函数 P(x|θj)逼近它——
使用最大似然准则。然后我们用似然函数做概率预测或分类。 

最大似然方法的缺点是, 当 P(x)改变后, 似然函数就需要重新

学习。另外, P(x|yj)常常是不规则的, 很难用一个函数逼近。因此, 反
概率函数 P(θj |x)得到采用。使用这一函数, 当 P(x)变成 P’(x)的时候, 
我们可以通过贝叶斯公式能得到新的似然函数 P’(x|θj)。另外, 我们

也可以利用 P(θj|x)分类 (使用最大正确率准则)  
Logistic 函数就是典型的反概率函数。当 y 只有两种 y1 和其否

定 y0 时, 我们可以用一对带参数的 Logistic 函数逼近 P(y1|x)和
P(y0|x)。但是它有两个缺点： 

1)当 y 的数目 n>2 时, 构造反概率函数是困难的, 因为概率分布
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是归一化的 (对于每个 x)，即： 

( | ) 1,   for 1,2,...j i
j

P y x i         (25) 

因为上式限制, 把反概率函数用于多标签学习是困难的。多标签

学习的一个权宜的方法是二元关联(Binary Relevance) 【59】, 即为

每个标签搜集正例和反例, 把 n 个多标签学习转换为 n 对标签的单

独学习。但是为 n 个标签准备 n 个样本, 这是不经济的, 特别是用于

图像和文本学习时。另外, 每个标签单独优化和多个标签放在一起优

化, 结果是不一样的。 
2) 虽然对于二元通信, P(yj|xi, i = j)反映正确率。但是, 当 n > 2

时, P(yj|xi, i = j)并不能反映正确率, 特别是对于语义通信。比如, x 表

示年龄, y 表示三个标签中的一个：y0 = ”非成年人”,  y1=”成年人”, 
y2=”年轻人”。如果 y2很少使用, 即 P(y2)和 P(y2|x)就很小。但是, x=20
岁时, 用标签 y2 的正确率应该是 1。这个正确率应该和 P(x)及 P(y)
无关, 是语义决定的。 

P(x, y|θ)用作学习函数也很常见, 比如在 RBM 中【60】和许多

信息理论学习中【29】。但是它也有 P(x|θj)的缺点：不适合 P(x)不规

则并且多变的场合。贝叶斯后验也不合适。 
所以, 我们需要一个学习函数, 它正比于P(yj|x)并且独立于 P(x)

和 P(y)。真值函数和相似函数就是这样的函数。 
我们用 GPS 定位作为例子 (参看图 2) 说明为什么我们要用真

值 (或相似) 函数 T(θj|x)作为学习函数, 而不是用 P(x|θj)或 P(x, 
y|θ)。一个 GPS 指针表示一个估计 yj = 𝑥ොj,，真实的位置可能有些不

同。这时， x 和𝑥ොj 之间的相似度就是 x 发生时𝑥ොj 的真值。这也解释

了为什么相似度常常被称之为语义相似度【22】。 
图 2 显示了一个真实截图，其中虚线、红星、字母是添加的。

棕色线表示铁路，GPS 设备在列车上。yj 并不指在铁路上是因为它

不是很准。 

 
图 1. 图解 GPS 定位带有偏差。我们结合 yj 和先验知识 P(x)做概率预测；

红星表示的是最可能位置 

GPS 指针的语义可以表达为 

T(θj|x) = S(x, xj) = exp[-(x-xj)2/(2σ2)],    (26) 

这里 xj 是 yj 指的位置,  σ 是平均误差平方的开方 (即 RMS 或标准

偏差) 。为了方便, 公式中假设 x 是一维的。根据公式 (9) , 我们可



 

 13 / 37 

 

以预测：红星代表最为可能的位置。 
但是, 如果我们使用 P(x|θj) 或 P(x, y|θj)作为学习函数和预测

模型, P(x)变化时, 模型就不能利用变化的 P(x), 因而缺少可迁移性。

另外, 使用真值函数, 我们也可以从样本学到 GPS 指针的系统偏差

和精度【13】。而用 P(x|θj)或 P(x, y|θj)不行, 因为系统偏差和精度

独立于 P(x)和 P(y)。考虑带有 GPS 地图的小车在公路上, P(x)更加

复杂多变, P(x|θj)也是。但是 T(θj|x) 可以是不变的高斯函数。 
 上面例子解释了为什么深度学习研究者提出用相似函数作为学

习函数的原因。4.2 节将证明：相似函数就是逼近 m(x, yj)/max[m(x, 
yj)]的函数。 

3.2. 语义相似度定义  

本文相似度指语义相似度【22】, 比如 19 岁和 20 岁的人年龄相

似, 雪和水相似, message 和 information 相似。但是不包括仅仅由

于偶然原因的外表相似。比如雪和盐之间和 “message”和“massage”
之间的相似性。 

语义相似度可以在两个感觉的, 几何的, 生物学的,  语言的, …
对象之间。最常见的相似度是使用距离定义的。距离也反映失真或

误差。继 Shepard【42】, Ashby 和 Perrin 进一步讨论了相似度、距

离和感觉及相关的概率预测【61】。图像和生物特征之间的相似性通

常用两个特征矢量的点积或余弦表示【2,4,6】。 

单词、语句和文本之间的语义相似度研究较多【22】。有人利用

语义结构定义相似度, 比如：1995 年, Reslik【22】提出使用 WordNet
的结构定义其中任意两个单词之间的相似度, 后来其他人提出了改

进形式【62】。也有人用统计数据定义相似度, 比如, 在隐含语义分

析中【64】, 研究者使用来自统计的矢量表示相似度；也有人使用点

互信息【65】(Pointwise Munital Information, 即 I(xi; yj), 见等式(2)) 
作为相似度。因为这一相似度在-∞和∞之间变化, 有人提出改进的

PMI 相似度——在 0 和 1 之间变化【65】。还有人通过定义语义距离

定义语义相似度。更多语义相似度和语义距离测度见【66】。 

有人认为语义相似性包含相关性(relatedness), 有人认为两者

不同。比如汉堡和热狗相似, 而汉堡和炸薯条相关。关于语义相似性

是否包含相关性，存在争议【67】。作者认为, 因为相关性反映时空

位置相似性, 认为相关的两者是相似的, 是实用的, 也是合理的。 

作者提出的真值函数也可以被理解为相似函数 (xi 和典型 xj 相

似) 。我们可以用距离或失真定义它, 然后用样本分布优化它。作者

用 T(θj|x)逼近 m(x, yj)/max[m(x, yj)], 当样本很大时, 两者会相等。 

相似函数 S(x, y)可以直接作为学习函数, 产生 x 的后验概率分

布。我们也可以使用这样的变换 exp[kS(x, y)]作为新的相似函数或真

值函数【2,6】 (其中 k 是参数, 可以放大或缩小相似范围) 。对于那

些适合放在 exp( )函数中的相似函数, 比如矢量的点积或余弦, 我们

最好把它们理解为保真度, 记为 fd(x, yj)。假设最大可能的保真度是

fdmax, 我们用它定义失真函数：d(x, yj) = k[fdmax - fd(x, yj)] , 然后用
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exp[-d(x, yj)]作为相似函数。不过, 用不用这一转换, SoftMax 函数或

逼真函数的值是不变的。 

语义相似度研究也提示我们, 度量语义信息 (包括感觉信息) 
要用相似函数。机器学习中, 重要的是怎样用参数构造相似函数, 然
后用样本或样本分布优化模型参数。 

3.3. 相似函数和语义信息测度用于深度学习 

1985,  Achley, Hinton,和 Sejnowski 提出 Boltzmann 机【68】, 
后来他们又提出受限 Boltzmann 机(RBM)【60】。其中用到 SoftMax
函数, 用以产生 Gibbs 分布, 即预测模型。2006 年, Hinton 等人用

RBM 和反向传播方法构成自动编码器(Autoencoder)【69】和深度信念

网(DBN)【70】，取得了极大成功。然而，这是信息理论的学习方法, 还
不算是语义信息论的学习方法, 因为其中 SoftMax 函数逼近的是 P(x, y), 
而不是用相似函数构成的逼真度。不过, SoftMax 函数的使用给使用相

似函数的应用提供了示范。 

 2010 年, Gutmann 和 Hyvärinen【71】提出噪声对比学习, 取
得了很好效果。其中使用并不归一化的函数和划分函数。在笔者看

来, 就是已知 P(x|yj), 而想得到 P(θj|x)。因为 P(yj|x)/P(yj) = P(x|yj) 
/ P(x), 没有 P(x)就通过噪声制造反例, 然后合并出 P(x)。这样就能

优化 P(θj|x)。然后, 如同用 Binary Relevance 方法, 把 N 个标签分

类转化成 N 对标签的二分类。 

2016, Sohn【72】创造性地提出距离测度学习(Distance Metric 
Learning), 也使用了 SoftMax 函数, 虽然没有明说学习函数正比于

m(x, y), 但是距离显然独立于 P(x)和 P(y). 

2017 年, 本文作者得到结论【12】：当 T(θj|x)∝P(x|yj)/P(x)=m(x, 
y)或 T(θj|x) ∝P(yj|x)时, 语义互信息最大, 等于香农互信息。T(θj|x)
是参数化的 m(x, y)的纵向归一化。当样本很大时, 我们可以从样本

分布得到优化的真值函数： 

( , ) ( , )
( | )

max( ( , )) max( ( , ))

( | )( , ) ( , )
= max .

( ) ( ) ( ) ( ) max( ( | ))

j j
j

j j

jj j

j j j

m x y m x y
T x

m x y m x y

P y xP x y P x y

P x P y P x P y P y x





  

 
  

 

 (27) 

作者同时提出一组真值函数构成一个语义信道{T(θj|x), j=1,2,…} 
(以前称之为广义信道【15】) 。在【12,13】中，他发展出一组信道

匹配算法(包括迭代算法)，用以求解多标签分类，不可见实例最大互

信息分类和混合模型。他也证明了混合模型的收敛【73】, 推导出新

的贝叶斯确证测度【74】和因果确证测度【75】。但是作者没有把语

义信息方法应用到神经网络。 

2018 年 1 月, Belghazi 等人(包括 Bengio)【1】发表文章：MINE: 
Mutual Information Neural Estimation(互信息神经估计), 这一方法取得

很好结果。MINE 使用推广的 DV-KL 信息测度, 其中实际上使用了
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学习函数: 

exp( ( , )) ( | ).w j jT x y P y x        (28) 

虽然 Tw(x, yj)不是负的, 但是可理解为保真度函数。 

2018 年 7 月,  Oord 等人【2】发表文章：“Representation 
Learning with Contrastive Predictive Coding”, 明确提出：使用一

个学习函数——希望它正比于 m(x, y)=P(x|y)/P(x)。文中表示是这样

的： 

 ( , ) ( | ) / ( ),k t k t t k t t kf x c P x c P x         (29) 

其中 ct 是从前面的数据得到的特征矢量, xt+k 是要预测的特征矢量。

文中 fk(xt+k, ct)) 就是根据 ct预测的 xt+k和实际的 xt+k之间的相似函数, 
用它构造估计信息——这种方法被称之为信息噪声对比估计

InfoNCE。对比学习中的 N 对 Logistic 函数变成 N 个 SoftMax 函

数, 因而可以直接用于多标签学习。其中 fk(xt+k, ct)不限于指数或负指

数函数——和 MINE 中学习函数不同。笔者认为, 用一个像隶属函

数那样的函数作为相似函数会更加灵活。 

MINE、InfoNCE 和作者的语义信息方法在本质上是一样的, 这
类语义互信息公式的主要特点是： 

 用正比于 m(x, yj)的函数做学习函数, 记为 S(x, yj), 它的最

大值一般是 1, 它的平均就是划分函数 Zj。 

 x 和 yj 之间的语义信息就是 log[S(x, yj)/Zj]。 

 求平均时仍然用统计概率分布 P(x|yj)或 P(x, y)。 

 互信息可用覆盖熵减去模糊熵表示, 而模糊熵等于平均失

真。 

4. 语义信息 G 理论及机器学习应用 

4.1. P-T 概率框架和语义信息 G 测度 

在 P-T 概率框架中，P 表示统计概率(包括主观概率，比如似然

度)，T 表示逻辑概率。我们定义该框架如下。 

 令 X 是一随机变量, 表示一个实例, 取值 x∈U={x1,x2,…}；Y 是

一随机变量, 表示一个标签或假设, 取值 y∈V={ y1,y2,…}。香农信道

可用一组转移概率函数 P(yj|x) (j=1,2,…)表示; 而语义信道可以用一

组真值函数 T(yj|x) (j=1,2,…)表示。 

设 U 中使 yj为真的元素构成一个模糊子集 θj(即 yj=“x 在 θj中”), 
则θj中的隶属度(记为T(θj|x))就是命题函数 yj (x)的真值函数T(yj|x), 
即 T(θj|x)=T(yj|x)。yj 的逻辑概率就是 Zadeh 定义的模糊事件的概

率【45】： 
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( ) ( ) ( ) ( | ).j j i j i
i

T y T P x T x            (30) 

yj为真时, x 发生的概率是： 

( | ) ( ) ( | ) / ( ),  j j jP x P x T x T      (31) 

θj也可以理解为模型参数, 这样 P(x|θj)就是似然函数。 

 对于估计, V=U, yj = x̂ j =”x 大约是 xj”。如果我们假设相应每个

模糊集合 θj存在一个典型或柏拉图的理念 xj (它可能不在 θj中) , 那
么, 隶属度和真值 T(yj|xi)=T(θj|xi)也可以理解为 xi 和 xj 之间的相似

度。 

给 P(x)和 P(x|θj), 令 T(θj|x)的最大值是 1, 我们能推导出【13】： 

( | ) ( )
( | )= ,  ( ) 1/ max[ ( | ) / ( )]

( )
j j

j j j

P x T
T x T P x P x

P x

 
   . (32) 

逻辑概率和统计概率的主要区别是：统计概率是横向归一化的 
(总和是 1) , 而逻辑概率是纵向归一化的 (最大值是 1) 。一般情况

下, 每个 T(θj|x)的最大值是 1(对于不同的 x), 并且 T(θ0) + T(θ1) + ... > 
1；而 P(y0|x)+P(y1|x)+…=1 (对于给定的 x)。 

 yj为真提供关于 xi的语义信息是： 

( | ) ( | )
( ; ) log =log

( ) ( )
i j j i

i j
i j

P x T x
I x

P x T

 



 .    (33) 

语义信息量能反映假设是否经得起检验, 其图解见图 3。 

 

图 3. 语义信息量图解。yj传递关于 xi的语义信息随偏差增大而减少, 
偏差越大, 消息越少, 甚至是负的。 

 

对不同 x 求平均就得到语义 KL 信息 (见公式 (19) ) , 再对不同

的 y 求平均就得到语义互信息 I(X; Yθ) (见公式 (21) ) 。 
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4.2. 真值函数的优化和概率预测 

就像 P(yj|x)(j=1,2,…)构成一个香农信道, T(θj|x)(j=1,2,…)构成

一个语义信道。当香农信道匹配语义信道, 即 T(θj|x)∝P(yj|x)∝
P(x|θj)/P(x)时, 或 P(x|θj)=P(x|yj)时, 语义 KL 信息和语义互信息达

到最大。如果样本足够大, 就有： 

( , )
( | ) ,   

( , )
( , ) ,  max( ( , )).

( ) ( )

j
j

j

j
j j j

j

m x y
T x

mm

P x y
m x y mm m x y

P x P y

 

 

   (34) 

其中 mmj是函数 m(x, yj)的最大值. 作者已经证明【17】，上式和和汪

培庄的随机集落影理论【51】兼容，我们可认为上式中 T(θj|x)来自

随机点落影。 

我们称 m(x, yj)是关联函数, 它在 0 和∞之间变化。注意：关联

度是对称的, 而真值函数或隶属函数一般是不对称的, 即 T(θxi|yj) ≠ 
T(θj|xi), 这是因为 mmi=max[m(xi, y)]不一定等于 mmj。如果我们用

m(x, y)矩阵中最大者代替 mmj 和 mmi, 真值函数就和失真函数一样

是对称的。如果那样, 一个真值函数最大值可能小于 1, 因而不便于

用负指数函数表示。但是, 不同实例之间的相似函数 S(x, 𝑥ොj)应该是

对称的, 即 S(xj, 𝑥ොi) = S(xi, 𝑥ොj)。用对称的失真函数表示的真值函数也

是对称的。 

笔者认为m(x, yj)是非常重要的函数。从计算的角度看, 先有P(x, 
yj)后有 m(x, yj), 但是从哲学的角度看, 先有 m(x, yj)后有 P(x, yj)。我

们用 mθ(x, yj)逼近 m(x, yj), 称 mθ(x, yj)是逼真函数。 

如果样本不够大, 我们要用语义 KL 信息公式优化真值函数： 

( | )

( | )
*( | ) argmax ( | )log .

( )j

j i
j i j

T x i j

T x
T x P x y

T





       (35) 

用 m(x, y)做概率预测比用贝叶斯公式更加简单, 因为： 

( | ) ( ) ( , ),   ( | ) ( , ) ( ).j j i iP x y P x m x y P y x m x y P y     (36) 

用 mθ(x, y)类似。可惜人脑记住逼真度不容易。不过人脑记住真值函

数要容易些。所以我们需要 T(yj|x)或 S(x, yj)。使用真值函数或相似

函数, 在 P(x)改变时，我们也能做概率预测 (见等式 (31) ) 。 

4.3. 信息率保真函数 R(G)  

如果我们用 Iij = I(xi; θj)代替 dij = d(xi, yj), 用语义互信息下限 G 代

替平均失真 d 的上限 D, 那么信息率失真函数 R(D)就变成信息率保真

函数 R(G)【13, 18】(参看图 4)。仿照信息率失真函数的推导, 我们得到

带参数 s 的 R(G)函数: 
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( ) ( ) ( | ) = ( ) ( ) exp( ) /

( ) ( ) ( ) log    Z ( ) ( , ) .

i j i ij ij i j ij i
i j i j

s

i i i k i j
i k

G s P x P y x I I P x P y sI Z

R s sG s P x Z P y m x y



     

 

 

，

，
 

(37) 

 
图 4. 二元通信的信息率保真度函数 R(G)。任何 R(G)函数都是碗状的.

其中有一个 R(G)=G 的点 (s=1)。给定 R 有两个反函数 G+(R)和
G-(R)。 

要得到和约束条件相匹配的香农信道, 需要通过最小互信息迭代, 
即重复下面两个公式： 

( | ) ( ) ( , ) 1,2,...; 1,2,...

( ) ( ) ( | )  1,2,...         

s

j i j i j i

j i j i
i

P y x P y m x y Z i j

P y P x P y x j

    
 

,

，
  (38) 

R(G)函数中的参数 s = dR/dG 在右边部分是正的, 而 R(D) 函数

中 s 总是负的。当 s=1 时, G = R, 意味着语义信道匹配香农信道。G/R
意味着信息效率。R(G)函数可以应于根据视觉分辨率的图像压缩

【16】, 语义压缩【18】, 不可见实例最大互信息分类的收敛证明【13】, 
和混合模型收敛证明【73】。关于 R(G)函数的更多讨论见【13,18】。 

4.4. 信道匹配算法用于机器学习 

4.4.1. 用于多标签学习  

考虑多标签学习——一种有监督学习。从样本 {(xn, yn), 
n=1,2,…,N}, 我们能得到样本分布 P(x, y)。如果样本足够大,  我们

可以简单地令 T(yj|x)=P(yj|x)/max(P(yj|x)), j=1,2,…; 否则, 我们用

语义 KL 信息公式(等式(35) )优化 T(yj|x). 

 对于多标签分类, 我们可以用分类器： 

( | )
*= ( ) arg max ( ; )= arg max log

( )j j

j
j j

y y j

T x
y h x I x

T





 .    (39) 

二元关联方法(Binary Relevance【59】)是不必要的。更多讨论见【13】。 
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4.4.2. 不可见实例的最大互信息分类 

这种分类属于半监督学习。图 5 显示的是一个简单例子——用

以说明医学检验和信号检测。Z 是取值 z∈C 的随机变量。概率分布

P(x)和 P(z|x) 是给定的。任务是求导致最大香农互信息 I(X; Y)的分

类器 y = h(z). 

 
图 5. 图解医学检验和信号检测。我们根据 z∈Cj 选择 yj。任务是发现导

致最大互信息的划分点 z’。 

下面方法不限于二分类。设 Cj 是 C 的子集, 并且 yj = f(z|z∈Cj)。
S={C1, C2, …} 是 C 的一个划分。我们的目的是找到： 

( | )
* argmax ( ; | ) argmax ( ) ( | ) log

( )
j i

j i j
S S j i j

T x
S I X Y S P C P x C

T




   . 

   (40) 
先假设一个划分, 然后做下面迭代。  

匹配 1：让语义信道匹配香农信道, 并设置奖励函数。 

首先我们根据给定的 S 获得香农信道： 

( | ) ( | ),  1,2,...,
k j

j k
z C

P y x P z x j n


  .   (41) 

从 P(y|x)我们能得到 T(θj|x)。P(x)和 T(θj|x), 我们能得到 T(θj)(或
得到 mθ(x, y) = m(x, y))和 I(x; θj)。然后, 对于每个 z, 我们得到条件信息

或奖励函数： 

  ( ; | ) ( | ) ( ; )j i i j
i

I X z P x z I x   ,  j=0,1,…,n.  (42) 

匹配 2：令香农信道匹配语义信道——通过分类器： 

  * ( ) arg max ( ; | )
j

j j
y

y f z I X z  , j=0,1,…,n.   (43) 

重复匹配 1 和匹配 2 直至 S 不再变化。收敛的 S 就是我们要找的

S*。笔者已经在【13】(3.3 节)通过 R(G)函数解释了上述迭代收敛。 

图 6 显示了一个例子。详细数据见【13】(4.2 节)。图 6a 中两条水

平线表示初始划分。图 6d 显示互信息随迭代次数变化。 
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(a) (b) 

  

图 6. 最大互信息分类——用一个很坏的初始划分。收敛快速稳定(两次

就接近最大互信息)，无需考虑梯度。 (a) 很坏的初始划分。(b)首次迭

代之后的划分。(c) 二次迭代后的划分。(d) 互信息随迭代次数变化. 

4.4.3. 解释和改进用于混合模型的 EM 算法  

我们知道 P(x)=∑j P(yj)P(x|yj)。给定样本分布 P(x), 我们使用

Pθ(x)=∑j P(yj)P(x|θj)逼近 P(x), 使得相对熵 H(P‖Pθ) 接近 0。迭代

之前我们设置初始的 P(x|θj)和 P(yj), j=1,2,… 每个迭代包含下面两

个匹配步骤(详见【13,73】): 

 匹配 1：令香农信道 P(y|x)匹配语义信道 T(yj|x), 通过重复下

面两个公式 n 或更少次： 

 

1

( | ) ( ) ( | ) / ( ),  ( ) ( ) ( | ),

( ) ( ) ( | ).

j j j j j
j

j i j i
x

P y x P y P x P x P x P y P x

P y P x P y x

  



 






 

 (44) 

上面所有步骤中, 改变 θ 的第一步, R 和 G 可能增大也可能减小, 其
他步骤都不改变 θ, 都会减小香农互信息。 

匹配 2：令语义信道匹配香农信道, 通过 

1( | ) ( ) ( | ) / ( ),  ( ) ( ) ( | )j j j i j
j

P x P x P x P x P x P y P x      . (45) 

直至相对熵或 θ 不能改进为止。 

为了证明迭代收敛, 我们能推导出【13】： 

1( || ) ( ( ) || ( ))H P P R G H P y P y
   .    (46) 

这一公式也能用来解释深度学习预训练。 

因为匹配 2最大化G, 且匹配 1 最小化R和H(P+1(y)‖P(y)), H(P‖Pθ)
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能接近 0。 

这一算法可谓 EnM 算法, 和 EM 算法比, 每个迭代中, 我们重

复等式 (44) n 或更少次 (比如 n≤3) 使得 P+1(y)≈P(y)。EnM 算法在

大多数情况下比 EM 算法表现更好。收敛证明可以帮助我们避免盲

目改进。 
图 7 显示一个高斯混合模型的例子，用以比较 EM 和 E3M 算法。

真实模型参数是：(µ1, µ2, σ1, σ2, P(y1)) = (100, 125, 10, 10, 0.7). 

  
                (a)      (b) 

 
(c) 

图 7. 用一个不易收敛的例子比较 EM 和 E3M 算法。EM 算法需要大约

340 次迭代，而 E3M 算法需要大约 240 次迭代。收敛过程中，完整数

据对数似然度 Q 并不是单调增加的。H(P||Pθ)随 R – G 减小。(a)两个

初始部件(compponents)的均值 (µ1, µ2) = (80, 95)。(b)两个部件全局收

敛。(c) Q, R, G, 和 H(P||Pθ)随迭代次数变化。初始参数是: (µ1, µ2, σ1, 
σ2, P(y1)) = (80, 95, 5, 5, 0.5)). 

这个例子揭示：EM 算法收敛是因为语义(或预测)互信息 G 和香

农互信息 R 相互靠近，并不是因为完整数据对数似然度 Q 不断增大

(流行观点)。详细讨论见【73】中的 3.3 节。 

注意：需要多少次迭代主要取决于初始参数。如果我们根据公

平竞争原则【73】使用初始化(µ1, µ2, σ1, σ2, P(y1)) = (105, 120, 5, 5, 
0.5)，EM 算法只需要 4 次迭代，E3M 算法只需要 3 次迭代。文献

【73】提供了一个初始化地图，它能告诉一对初始均值(µ1, µ2)好不

好。 

文献【13,73】提供了更多例子用以检验 EnM 算法。  
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5. 讨论 1：澄清一些问题  

5.1. 互信息最大化是好目标？ 

在有些研究者的文章中, 比如在【3,24】中, 他们实际做的是最

大化估计互信息, 但是解释的时候却说是最大化互信息 (香农互信

息) 。他们认为估计互信息是香农互信息的下界, 我们可以通过增大

下界来增大香农互信息。对此, Tschannent 等人质疑“最大互信息是

好的目标？”【25】笔者认为, 他们的质疑值得重视。 

一般情况下, 最大估计或语义互信息才是目的, 有时候我们可

以通过增大其上界 (香农互信息) 来增大估计互信息。下面我们分几

个场景来谈香农互信息和语义或估计互信息的最大化。 

对于有监督学习, 比如多标签学习和分类 (简记为：X—>Y) 。 
在学习阶段, 样本分布 P(x, y)约束了香农互信息 I(X; Y), 它是语义

互信息的上限——这个上限是不能变大的。不过在分类阶段, 我们根

据逼真(Truthlikeness)函数 mθ(x, yj), j=1,2,…分类, 使香农互信息和

语义互信息同时最大化。从信息率保真度函数的角度看, 就是令 s—> 
∞, 使得 P(yj|x)=1 或 0  (见等式 (38)) , R 和 G 同时到达 R(G)曲线

的右边最高点。当 s 从 1 增大时, 语义通信效率 G/R 是减小的 (参看

图 4) 。有时候我们要在最大 G 和最大 G/R 之间权衡。 
对于半监督学习, 比如不可见实例的最大互信息分类 (简记为

X—>Z—>Y, 见图 5) , 语义互信息是目标函数, 香农互信息是其上

界, 我们通过最大化香农互信息来提高语义互信息上界, 最后使两

者同时最大化。 
为什么语义通信中香农互信息不适单独作为目标函数？因为它

和对错无关。比如, 我们根据年龄 x 把所有人分为 4 类,  即四个标

签：y1=”小孩“, y1=”年轻人“, y3=”成年人”,  y4=”老年人“。分类使得

P(y1)=P(y2)=P(y3)=P(y4)=1/4 时, 香农互信息最大。但是这并不是我们

的目的。另外, 即使我们对调两个年龄集合(比如{小孩}和{老年人})的
标签, 也不改变香农互信息。但是标签的不正确使用, 语义互信息会

大大减少, 甚至是负的。因此，只是最大化香农互信息是有问题的。

然而，语义互信息最大化能保证失真小, 预测信息多；最大语义信息

准则等价于最大似然准则，并且兼容 RLS 准则。另外，香农互信息

最大化不是一个好的目标还因为使用香农后验熵作为损失函数是不

适当的(见 5.4 节)。 

5.2. 解释深度神经网络：用 R(G)函数还是信息瓶颈？ 

我们以 AutoEncoder 为例讨论香农互信息和语义互信息在自监

督学习中的变化。AutoEncoder【69】的结构是 XY𝑋෠。X 是一

个输入图像, Y是X的低维表示, 𝑋෠是X的估计。成功的学习方法是：

首先预训练 (比如用 RBM) 从 X 到 Y 的网络参数, 如混合模型, 最
小化相对熵 H(P‖Pθ)；然后微调(Fine-tune) 𝑋෠和 X 之间的网络参数

——最小化用𝑋෠代表 X 的损失(用 RLS 准则), 或最大化估计互信息

I(X; 𝑋෠θ)。 
从语义信息 G 理论角度看, 预训练就是求解混合模型, 使得
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R=G 且相对熵接近 0。微调就是最大化 R 和 G(不要求 R=G)。从 R(G)
函数看 (见图 4) , 预训练就是找到 s=1 的点, 微调在减小 X 和𝑋෠之间

的失真的同时增大 R 和 G, 使得 s=smax。 
是否可以直接通过增大 s 来增大 I(X; 𝑋෠θ)? 理论上是可行的。设

d(x, 𝑥ොj)=exp[-|x-xj|2/(2σ2)]且 T(θj|x)=exp[-sd(x, yj)] (s>0)。增大 s 就
是缩小了真值函数 (或模糊集合 θj的隶属函数) 的覆盖范围。如果 x
和𝑥ො都是模糊集合 θj 中的元素, 两者之间的平均失真或距离也会减

小。实际上增大 s 是否足够, 需要检验。 
根据信息瓶颈理论【27】，要优化一个深度神经网，比如深度信

念网，其结构是X —>T1—>... —>Tm —>Y, 我们需要最小化 I(Ti-1; Ti) 
− βI(Y; Ti-1|Ti) (i = 1, 2, …, m), 和求解 R(D)函数类似。这个想法很有

启发。然而, 本文作者相信每个隐含层 (Ti)都需要语义互信息最大化

和香农互信息最小化. 理由是： 

 深度神经网通常需要预训练和微调。在预训练段，RBM 用

于每个隐含层； 
 RBM 类似于 EM 算法用于混合模型【78,79】。作者已经证

明(参看等式 46)，我们需要最大化语义互信息和最小化香

农互信息，从而使混合模型收敛。 
另外，信息瓶颈理论认为我们需要最大化 X 和𝑋෠或 Y 和𝑌෠之间

的香农互信息，而 G 理论建议最大化它们之间的语义互信息。 

5.3. 理解吉布斯分布、划分函数、最小互信息匹配和 RBM 

吉布斯分布可以表示为相格或状态上的分布 

( | ) exp( ) / ,   exp( )k l
k

l

e e
P e T Z Z

kT kT
    。  (47) 

也可以表示为能量上的分布【43】： 

( | ) ( )exp( ) / ,   ( )exp( )i l
i i l

l

e e
P e T P e Z Z P e

kT kT
    .  (48) 

对于机器学习, 要预测 xi 发生的后验概率, 我们要用和后一个公式

类似的公式: 

( | ) ( ) ( | ) / ( ),  ( ) ( ) ( | )i j i j i j j k j k
k

P x P x T x T T P x T x      . 

  (49) 
其中逻辑概率 T(θj)就是划分函数 Z。 

如果我们将 T(θj|x) = m(x, yj)/mmj 代入 T(θj)就得到： 

( ) ( ) ( , ) / ( | ) / 1/j i i j j i j j j
i i

T P x m x y mm P x y mm mm     . 

   (50) 

从上面两个等式, 我们得到 P(x|θj)=P(x|yj)。可见 T(θj)中求和只是

为了求出 1/mmj, 以便和分子中 1/mmj 同时消除, 使得 P(x|θj)逼近

P(x)m(x, yj)=P(x|yj)。至于 mmj究竟多大, 并不重要。   
 有人用 SoftMax 函数表示学习函数 P(x, y|θj)和概率预测, 比如
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P(x, y|θj)=exp(-d(x, yj)]和 

( , | ) exp( ( , ))
( | )

( , | ) exp( ( , ))
j j

j
k j k j

k k

P x y d x y
P x

P x y d x y







 
 

. (51) 

这很像是语义信息方法中的 mθ(x, yj), 但是本质不同。语义信息方法

中,  

( ) exp( ( , ))
( | ) ( ) ( , )

( ) exp( ( , ))
j

j j
k k j

k

P x d x y
P x P x m x y

P x d x y


 


.  (52) 

其中有 P(x) and P(xk). 
给定 P(x)和语义信道 T(y|x), 我们可以令 P(yj|x) =kT(yj|x) 做

最小互信息匹配, 然后得到 P(yj)=kT(yj), k=1/∑j T(yj)。于是： 

( ) ( ) / ( ),

( | ) ( | ) / ( ).

j j j
j

j j j
j

P y T y T y

P y x T y x T y








    (53)  

注意：如果 T(y|x)也需要优化，我们只能用最小互信息迭代(见 6.2
节)。使用上面公式，T(y|x)不能被进一步优化。 

另外, 给定 m(x, y), P(x)和 P(y)是相关的, 我们不能简单地令: 
P(x, y)=p(x)m(x, y)P(y),  因为这样得到的新的 P(y)可能不是归一化

的, 即 

1

1

( ) ( ) ( , ) ( ),

( ) 1.

j i i j j
i

j
j

P y P x m x y P y

P y












    (54) 

不过, 我们可以固定 P(x)和 P(y)中的一个, 用上述方法得到另一个。

比如，给定 P(x)和 m(x, y), 我们首先得到 T(yj|x) = m(x, yj)/mmj,  然
后使用等式 (53)得到 P(y). 

 等式(54)能帮助我们理解 RBM。一个结构为 V —> H 的 RBM 
[60] 包含一组参数 θ = {ai, wij, bj|i = 1, 2, …, n; j = 1, 2, …, m}。参数

ai, wij, 和 bj 分别关联到 P(vi), mθ(vi, hj)和 P(hj)。优化权重{wij}改进

mθ(v, h) ，即最大化语义互信息；优化{bj}改进 P(h)，即最小化香农

互信息。交替优化使得语义互信息和香农互信息相互接近。 

5.4. 理解模糊熵, 覆盖熵和失真 

我们先假设 θ 是清晰集合, 看覆盖熵 H(Yθ)的性质。 

我们以年龄和相应的分类标签为例说明覆盖熵。假设年龄 x 以

15, 30, 55为界, 划分为四个清晰子集, 它们的标签是 y1=”小孩”, y2=”
年轻人”, y3=”中年人”,  y4=”老年人”。这时四个子集构成 U 的一个

划分。如果以 18 岁为界把 U 划分成两个子集, 添加标签 y5=”成年

人” 和 y6=”非成年人”, 六个子集就构成 U 的一个覆盖。 

笔者曾证明[16], 覆盖熵 H(Yθ)代表给定 P(y), 解码 y 产生 x 时

的最小香农互信息。约束条件是：如果 x θj , P(x|yj)=0。有人称这
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一最小香农互信息为复杂性失真【77】。一个简单的证明方法是利用

信息率失真函数。我们定义失真函数： 

0,  ,     
( , )

  
j

j
j

x
d x y

x





   ， . 

    (55) 

那么就以得到 

( 0) ( ) ( )log ( )j j
j

R D H Y P y T    .    (56) 

如果这些子集构成 U 的一个划分, 覆盖熵就变成香农熵。 
如果这些子集是模糊的, 约束条件是 T(θj|x) < 1 时，P(x|yj) ≤ P(x|

θj)。那么最小 ShMI 就等于覆盖熵减去模糊熵，即 R = I(X; Y) = H(Yθ) − 
H(Yθ|X) [18]. 

香农失真函数也确定了一个语义信息量。给定信源 P(x)和失真

函数 d(x, yj), 我们可以得到真值函数 T(θj|x)=exp(-d(x, yj))和逻辑概

率 T(θj)=Zj, 再 令 P(yj|x)=kT(θj|x), 就 得 到 P(yj|x)=exp(-d(x, 

yj))/∑jT(θj)。然后就有 I(X; Y)=H(Yθ)-d =H(X; Yθ)。可见：限失真时

的最小香农互信息就等于语义互信息；语义互信息随平均失真增加

而减少。 

我们也看到很多人用香农后验熵 H(Y|X)表示平均失真 (或损

失) , 或用-logP(y|xi)表示失真。按这种用法, P(y|xi)小于 1 就存在失

真。但是, 当标签增加, 使得它们外延构成 U 的覆盖或模糊覆盖时, 
P(y|xi)可能很小, 但是并不意味着失真。比如对于年龄的例子, 当上

面 6 个标签同时使用时 , y6=“x 是非成年人”很少被使用 , 因而

P(y6|x<18)很小。 -logP(y6|x<18)很大。但是从语义信息角度看 , 
T(θ6|x<18)=1, 不存在失真。所以, 用 H(Y|X)表示失真是不合理的。

另外, 我们可以这样理解：标签是否失真和它被使用的频率没有必然

关系, 而 P(y|xi)和 P(y)有关。 

用 KL 距离表示失真或损失【27】也有同样问题, 而用语义 KL
信息表示负的损失合适。 

因为语义互信息可以写成：覆盖熵 (最大可能语义信息) 减去平

均失真, 它可以作为负的损失函数。 

5.5. 评价学习方法：信息准则还是正确率准则？ 

在笔者看来, 机器学习领域存在一个奇怪的现象：大家用最大似

然, RLS, 最大互信息, 最大估计信息…准则优化模型参数, 但是最

后却用开放数据集上的分类正确率证明自己的方法好。既然如此, 为
什么不用正确率准则优化模型？有人解释说, 正确率准则不能保证

分类器有鲁棒性, 一种分类器可能适合一种信源 P(x)而不合适另一

种信源。但是, 用开放数据集就能检验分类器的鲁棒性吗？ 

笔者认为, 使用信息准则 (包括最大似然, 最小交叉熵, 最大估

计互信息准则) , 不仅因为要提高鲁棒性, 还因为要减少小概率事件



 

 26 / 37 

 

漏报, 即增大小概率事件的检出率, 因为小概率事件漏报带来的信

息损失更大, 经济损失往往也更大。比如对于医学检验、Xray 图像

识别, 天气预报、地震预报等等。 

如何解决学习准则和评价准则的不一致性？也用信息准则评价

各种方法当然最好, 但是实际上不可行。为此笔者建议：在分类准确

率不是很高的情况下，除了整体正确率，我们还应该检查小概率事

件正确率，然后用两个正确率构成的矢量评价学习方法。 

6. 讨论 2：探索新的方法 

6.1. 用香农信道训练高斯语义信道 

用样本或样本分布训练用 SoftMax 函数表示的真值函数是复杂

的, 通常用梯度下降方法。如果我们能把 SoftMax 函数学习转换为

高斯函数学习，就可以像 EM 算法用于高斯混合模型那样, 无需考

虑梯度, 学习就会非常简单。 

假设 P(yj|x)正比于高斯函数。那么 P(yj|x)/∑kP(yj|xk)就是高斯

分布。我们可以假设 P(x) 是等概率的，即 P(x)= 1/|U| (|U|是论域

U 中元素数量)，然后用 P(yj|x)优化 T(θj|x) —— 通过最大化语义 
KL 信息: 

( | )
( ; ) ( | ) log

( )

( | ) ( | )
             log log | | .

( | ) ( | )

j i
j i j

i j

j i j i

i j k j k
k k

T x
I X P x y

T

P y x T x
U

P y x T x











 



 

 (57) 

显然，当 T(θj|x)∝P(yj|x)时，I(X; θj)达到最大，这意味着我们能用

P(yj|x)的期望 µj 和标准差 σj作为 T*(θj|x)的期望和标准差。  

 另外，如果我们只知道 P(x|yj)和 P(x), 我们可以用 m(x, yj) = 
P(x|yj)/P(x)代替 P(yj|x) , 然后优化高斯真值函数。这需要不存在使

P(x)=0 的 x。为此, 我们可以用接近 P(x)的不间断分布取代 P(x). 

 上述优化高斯真值函数的方法不需要梯度下降. 

6.2. 高斯信道混合模型和信道混合模型机 

到目前为止，大家只用过用似然函数(比如高斯似然函数)构成的混

合模型。然而，我们也能用高斯真值函数构造高斯信道混合模型

(GCMM)。 

我们也能用 EnM 算法求解 GCMM。匹配 1 和匹配 2 变为： 

匹配 1 ：让香农信道匹配语义信道 —— 通过用 P(x|θj) = 
P(x)T(θj|x)/T(θj)并且重复等式(44) n 次。 

匹配 2：让语义信道匹配香农信道——通过赋值： 
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  (58) 

这意味着我们能用 P(yj|x)或 P(x)T(θj|x)/Pθ(x)的期望和标准偏差作为 T 

(θj+1|x)的期望和标准偏差。 

我们也能建立像信道混合模型一样工作的信道混合模型机

(CMMM)。图 8 包括一个典型的神经元和 CMMM 的一个神经元。图

8b 中，真值 T(θj|xi)用作权重 wji。输入可以是 xi, 一个矢量 x, 或一个

分布 P(x), 为此，我们用不同的方法求出相同的 T(θj). 

 
(a) 

 
(b) 

图 8. 比较典型的神经元和信道混合模型机(CMMM)的神经元。(a)一个

典型的神经元。(b) CMMM 的一个神经元及其优化. 

图 8a 中，典型神经元中 f 是激活函数。如果 bj = P(yj) − T(θj) ≤ 
0，且 f 是 Relu 函数, 则两个神经元等价. 

对于 CMMM，我们只需要通过重复赋值优化网络参数。初始真

值或权重可以在 0和正数 c之间——因为用 cT(θj|x) 代替T(θj|x) 
并不改变 P(x|θj). 

  作者初步试验表明：CMMM 工作如预期那样，收敛快速。优

化权重只需要 3-4 次迭代。我们需要更多试验检验是否能用

CMMM 或高斯 CMMM(权重分布限于高斯函数)代替 RBM。 

6.3. 用统计方法求不同单词之间的相似度 

考虑求两个单词 x 和 yj 之间的相似度。我们可以简单地从样本

分布得到： 
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0,                   if ( , ) 0,

( , ) ( , )
,    otherwise.

max( ( , ))
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m x y


 



   (59) 

其中 max[m(x, y)]是所有可能的 m(x, y)中最大者。这样得到的相似

度是对称的。这一相似度可谓相对逼真度 (Relative Trughlikeness) 。
这种方法的优点是： 

 不需要借助于 WordNet 那样的语义结构； 
 和改进的 PMI 相似度【65】类似, 在 0 和 1 之间变化； 
 适合做概率预测。 
其缺点是, 语义可能不明确。我们可以把 x 和 y 分别限制在不

同的较小论域内, 得到不对称的真值函数(见等式 34), 从而更好反

映语义。 

 基于 WordNet 结构建立的相似度 (比如 Resnik 相似度【23】) 
考虑了一个具有较小逻辑概率的标签含有更多信息内容, 类似于逼

真度 mθ(x, y)。 相对逼真度 S(x, yj)要和 P(x)一起转换成逼真度, 然
后才好和 Resnik 之类相似度比较。逼真度可以直接用于分类, 而本

文定义的相似度特别适合概率预测。它用于分类时, 需要结合 P(x)
得到逼真度 mθ(x, y)。 

隐含语义分析 (LSA) 已经成功地用于自然语言处理【64】, 语
义信息方法如何与 LSA 结合是否能得到更好结果,  值得探索。 

6.3. 合目的信息和信息价值作为奖惩函数用于强化学习 

 我们可以用语义信息测度度量合目的信息——关于结果怎样符

合目的【80】。比如, 一个小车上的乘客和驾驶员从 GPS 地图得到的

关于离目的地还有多远的信息。对于乘客, 是合目的信息, 而对于驾

驶员是用于控制的反馈信息。如果我们训练机器驾驶, 合目的信息就

可以作为强化学习的奖励函数。 

 控制系统一般用误差作为反馈信号, 但是维纳提出要用熵反映

结果的不确定性。有时候我们需要兼顾两者, 就是既要准确(均值误

差小), 又要精确(标准偏差小)。G 测度就符合这一目的。 

研究者已经把香农信息论用于约束控制和强化学习【81,82】，香

农互信息(或 KL 离散度 DKL)就代表控制复杂性，给定失真限制 D，

互信息 R 越小则效率越高。把语义信息 G 理论用于约束控制和强化

学习，语义互信息就是奖励函数，G/R 就反映控制效率。 

 我们以驾车到达目的地为例说明强化学习。为此需要考虑下面

问题: 

 选择动作 a 达到目的; 

 系统状态从 P(x)变为 P(x|a)； 

 设置奖励函数， 它是目标，P(x)和 P(x|a)的函数。 

强化学习需要解决的问题： 

1. 怎样通过学习得到 P(x|a)或 P(x|a, h) (h 表示历史)；  
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2. 如何根据当前状态和奖励函数选择适当的 a； 

3. 怎样经济地实现目的, 即：怎样权衡奖励最大化和控制效率

最大化。 

下面我们假设 P(x|a)已经学习好了，要解决的是问题 2 和 3. 

 要控制不确定事件, 有时候, 目标不是一个点, 而是一个模糊范

围——可以用真值函数表示，比如, 某国平均死亡年龄是 50 岁，它

设立目标：yj=”人口死亡年龄最好不低于 60 岁”。假定控制方法是改

进医疗条件。这时香农信息反映控制成本, 语义信息反映控制效用。

虽然我们可以花较大的成本把平均死亡年龄提高到 80 岁或更高, 但
是从控制效率的角度看, 是不经济的。因为死亡年龄到达 62 岁左右

就有较大的合目的信息。作者在【80】中讨论了这个例子。 

 假设目的用 Logistic 函数表示： T(θj|x)=1//[1+exp(-0.8(x-
60))](见图 9), 先验分布 P(x)是正态的  (µ=570，σ=10) , 一种医疗条

件 aj 的控制结果是 P(x|aj) (也是正态的), 则控制 aj 的合目的信息或

奖励函数是： 

( | ) ( | )
( ; | ) ( | ) log ( | ) log .       

( ) ( )
j i i j

j j i j i j
i ij i

T x P x
I X a P x a P x a

T P x

 



  

  (60) 

 

图 9. 图解人口死亡年龄控制，用以说明度量合目的信息。P(x|aj) 逼近 
P(x|θj) = P(x|θj, s = 1)时信息效率 G/R = 1。当 P(x|aj)逼近 P(x|θj, s = 
20)时，G 和 R 接近最大可能值。 

我们能选择 aj 或其 µj 和 σj 使得 P(x|aj)逼近 P(x|θj)(即令两者

µ 和 σ 尽可能相同)，于是得到最小 KL 信息 I(X; aj), 使得信息效率

I(X; θj|aj)/I(X; aj)接近 1。另外, 我们可以用求 R(G)函数使用的方法

增大合目的信息, 即使用 

( | ) ( ) ( | ) ( ) ( | ) .s s
i j i j i k j i

k

P x a P x T x P x T x      (61) 

通过增大 s 增大 I(X; θj|aj)和 I(X; aj)。这时候信息效率会有所降低。

我们可以在最大信息效率和最大奖励之间平衡。 
作者在【80】中提供了这个例子的计算结果。假定 Y= yj, 则语义互

信息 G 就等于 I(X; θj|aj), 香农互信息 R 就等于 I(X; aj)。结果表明：最
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大信息效率是 0.95(在 P(x|aj)接近 P(x|θj 时)。当 s 从 1 增加的 20 时， 
合目的信息从 2.08 比特增加的 3.13 比特, 但是信息效率 G/R 从 0.95
下降 0.8。为了权衡 G 和 G/R, 我们最好选择 s 介于 5 和 15 之间. 

如果目标有多种, 我们还需要根据等式(38)优化 P(aj) (j=1, 2, …)。 

强化学习也可以用信息价值作为奖励函数。 

 Cover 和 Thomas 曾讨论过用信息理论的方法优化投资组合

【83】。笔者曾讨论过利用用语义或预测信息优化投资组合【84】, 并
得到下面增值熵公式和信息价值公式(详见附录 B)： 

( , | ) ( | ) log ( )v j i j i
i

H P R  R q x q ,    (62) 

( ; ) ( | ) log( ( * *) / ( *))j i j i i
i

V P R R  X x q q ,   (63) 

其中 q 是投资比例矢量，Ri(q) 是第 i 种价格矢量出现时投资组合的

回报，q*是按价格矢量的先验概率分布 P(x)优化的投资比例，q**是
按概率预测 P(xi|θj)优化的投资比例。预测的信息价值可以作为奖励

函数, 用以优化概率预测和决策。不过要计算实际的信息价值 (在学

习阶段) , 我们需要用 P(x|yj)代替等式(63)中的 P(x|θj). 

 从增值熵公式可以推导出几个实用公式。比如, 设有一种投资会

导致两个可能结果：收益率 r1<0 的概率是 P1; 收益率 r2>0 的概率是

P2, 则最优投资比例是 

q*=E/|r1r2|,       (64) 

其中 E 是期望收益。如果 r1= -1, 则 q*=P2 - P1/r2, 这就是著名的 Kelly
公式。上面假设无风险收益率 r0=0,  否则有 

q*=E0R0/|r10r20|,      (65) 

其中 E0=E-r0, r10=r1-r0, r20=r2-r0。 

然而, V(X; θj)只是特殊情况下的信息价值。其他情况下的信息

价值还有待进一步探讨。 

6.4. 语义信息 G 理论的局限性 

 基于语义信息 G 理论, 我们似乎可以把信道匹配算法(用于多标

签学习，最大互信息分类和混合模型)用于深度神经网络——为各种

学习任务。然而，深度神经网络不仅包含统计推理, 还隐含了逻辑推

理——通过偏置和激活函数(比如 Rule 函数就是笔者建立色觉机制

模型用到的模糊逻辑运算【54,55】)。而语义信息理论方法只涉及统

计部分。虽然它有助于解释深度学习, 但是远远不足以指导我们建立

高效的深度神经网络。 
目前, 深度神经网络在特征抽取, 自监督学习, 强化学习等方面, 

显示出强大的生命力。 G 理论作为完整的语义信息理论也是不够的。

我们需要的是结合特征抽取和模糊推理发展它,使它跟上深度学习的

步伐。 
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7. 结论  

通过回顾语义信息论和学习函数的进化史, 我们能看出：平行发

展的两个潮流异途同归, 最后都使用真值 (或相似) 函数和最大语

义 (或估计) 信息准则优化语义通信或机器学习。而估计信息测度就

是笔者发展的 G 理论中的语义信息测度的特例; 相似函数就是 G 理

论所用的相似函数或混淆概率函数, 是真值函数的一种。相似函数和

真值函数正比于 m(x, y)=P(x, y)/[P(x)P(y)], 其最大值是 1。和似然函

数及反概率函数 (比如Logistic函数) 比, 相似函数独立于先验概率

分布 P(x)和 P(y), 具有很好的可迁徙性, 更适合多标签学习。 

用 G 理论分析机器学习, 我们得到结论：香农互信息 R 是语义

互信息 G 的上限；G/R 反映信息效率；最大化 G 而不是 R 才是重要

的；R 有时候需要最大化 (作为 G 的上限) , 有时候是需要最小化 
(为了提高语义通信效率) 。 

文中定义了一些重要函数(比如 m(x, y))和两种广义熵 (模糊熵

H(Yθ|X)和覆盖熵 H(Yθ) )；还把吉布斯分布解释为语义贝叶斯预测, 
把划分函数解释为逻辑概率；把能量函数解释为失真函数。 

本文澄清了：在大多数情况下，语义互信息最大化(而不是香农

互信息最大化)才是重要的。它用 R(G)函数解释了自动编码器

(AutoEncoder)和类似学习任务：预训练使 X 和 Y 之间的香农互信

息和语义互信息相等, 即 G=R (s=1) , 微调(Fine-Turn)同时增大 R 和

G(s—>∞) 。和信息瓶颈理论的解释不同，本文解释：RBM 做深度神

经网的预训练时，它分别优化每个隐含层——最小化香农互信息并

最大化语义互信息。 

 G 理论和学习函数和语义信息测度的进化提醒我们目前存在两

个潜在机会：一是我们能用高斯信道混合模型或信道混合模型机预

训练 DNN 的隐含层，而不需要梯度下降和反向传播。在微调阶段，

我们能通过增大 R(G)函数中的 s 增大语义互信息和香农互信息。这

种方法应能显著地简化和加速深度学习。另一个潜在机会是：我们

能用 G 测度作为奖励函数优化强化学习。G 测度可以帮助我们权衡

合目的信息和信息效率。未来一段时间，涉及这两个机会的课题特

别值得研究。 

然而，深度学习还涉及特征抽取和模糊推理, 语义信息 G 理论

还远远跟不上深度学习的要求。因此，结合 G 理论和深度学习得到

实用的 DNN，这是一个巨大的挑战。不过 G 理论有希望成为未来

统一的语义信息理论的基础部分。语义信息理论和深度学习应能相

互促进, 使得 DNN 更好解释. 

 

英文缩写和原文 
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附录 A. 关于形式语义 

一个标签或外概念的语义包含其外延和内涵。内涵包括各种属

性。但是形式语义只包括外延和确定外延的属性。比如“老年人”内涵

包括：年龄大, 衰老, 退休, 接近死亡等。但是形式语义只包含“老年

人”的外延 (即所指) 和外延覆盖的年龄(年龄属性)。 

附录 B. 增值熵和信息价值定义 

设变量 x 是一组证券的价格矢量, 常量是 xi=(xi1, xi2,…), i=1,2,…。

当前价格矢量是 x0=(x01, x02, …), 回报矢量是Ri=(R0, xi1/x01, xi2/x02,…),  
其中 R0=1+r0, r0是无风险收益率。投资比例矢量是 q=(q0, q1, q2,…) 。
则投资回报是 q 的函数, 即： 

( )i k ik
k

R q rq .      (a1) 

设概率预测是 P(x|θj), 增值熵(即期望的翻倍率, 如果 log 是 log2) 
是： 

( , | ) ( | ) log ( )v j i j i
i

H P R R q x q ,   (a2) 

其中 q 表示决策, 它也是一个学习函数。我们可以通过优化 q 增大

增值熵。预测的信息价值是 

( ; ) ( | ) log( ( **) / ( *))j i j i i
i

V P x R R X q q ,   (a3) 

其中 q*是根据先验分布 P(x)优化的投资比例 ,  q**是根据预测

P(x|θj)优化的投资比例。预测的信息价值可以作为奖励函数, 用以

优化概率预测和决策。不过要计算实际的信息价值 (在学习阶段) , 
我们需要用 P(x|yj)代替 P(x|θj). 
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